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Resumo — Este trabalho tem como objetivo propor um
sistema composto por MDRNN-RC (Multi-dimensional Recurrent
Neural Network — Reservoir Computing) com a finalidade de
reconhecimento de escrita cursiva off-line e explorar
posteriormente 0s resultados, pois essas técnicas quando
combinadas podem resultar em melhorias, visto que sdo robustas
e notadamente referenciadas na literatura para esse tipo de
tarefa.
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l. INTRODUCAO

A evolugdo dos métodos de representagdo e
armazenamento propiciou que muitas empresas pudessem
fazer um maior uso desses recursos. Contudo, muitos dados
ainda sdo inseridos manualmente, tais como formulérios,
cheques, notas fiscais, boletos, dentre outros. Desta forma, ha
necessidade de utilizar um sistema que automatize esse
processo, diminuindo assim custos e falhas provenientes da
interferéncia humana [1]. A érea de visdo computacional trata
da extracdo de informacBes das imagens, identificacdo e
classificagdo dos objetos presentes nestas [2]. Inserido nesse
contexto, o reconhecimento de caracteres e palavras, exigem o
uso de algoritmos sofisticados em Processamento Digital de
Imagem (PDI), aprendizado de maquina e classificacdo, que o
presente trabalho propde explorar, tais como MDRNN-LSTM
combinado com RC, propostos respectivamente por Graves
[3] e Verstraeten [4].

Il.  OBJETIVOS

O reconhecimento automético de escrita é uma tarefa
desafiadora e tem sido objeto de pesquisa ha mais de 50 anos
[5]. Este processo pode ser dividido em dois problemas de
classificacdo: on-line e off-line. No primeiro caso, o
reconhecimento € realizado em tempo real, ou seja, a medida
que O usuario escreve, seus movimentos sdo capturados e
armazenados, para que estas informagdes auxiliem na
classificacdo do caractere [1]. No segundo caso, o contedo a
ser reconhecido estd disponivel em formato digital e €
capturado por equipamentos tais como scanners e cameras,
ndo possuindo quaisquer informacdes temporais. De acordo
com Bunke [6], a falta de informacdo temporal torna o
processo de reconhecimento off-line ainda mais dificil.

O objetivo geral deste trabalho é avaliar os resultados da
arquitetura MDRNN-LSTM combinado com o método RC, no
reconhecimento de caracteres isolados, em seu formato de
imagem digital crua, ou seja, diretamente a partir da matriz de
pixels.

IIl.  RECONHECIMENTO DE CARACTERES ESCRITOS A MAO

Este tipo de reconhecimento consiste na classificagdo de
caracteres através de imagens digitais, que estdo separadas em
um total de 36 classes, sendo 10 no caso dos digitos arabicos e
26 para o alfabeto ocidental [7].

Camastra34D, um algoritmo que foi proposto em 2006 por
Francesco Camastra [8], define 34 caracteristicas para apenas
um caractere. O algoritmo consiste na extragdo de
caracteristicas locais e globais da imagem, sendo as locais
extraidas de sub-imagens da imagem original e as globais
provenientes de informacGes sobre o formato geral do
caractere, tal como a razdo entre largura e altura. Os
experimentos realizados por Camastra com este algoritmo,
foram executados na base publica C-Cube.

Cruz et al. [9] apresentaram em 2010 um sistema para
reconhecimento de caracteres manuscritos off-line, usando 6
técnicas distintas para extragdo de caracteristicas. O mesmo
utilizava uma técnica seletora de caracteristicas independentes
e complementares a fim de destacar ainda mais as classes mais
divergentes. A base utilizada foi a mesma que Camastra [8] e
o autor utilizou um classificador MLP.

IV. MDRNN-LSTM

A arquitetura proposta por Graves [3], produziu um dos
melhores resultados na competicdo de reconhecimento de
escrita na International Conference on Documents Analysis
and Recognition — ICDAR, realizada em 2009. E estruturada
em uma rede neural multidimensional recorrente, em camadas
organizadas hierarquicamente, em conjunto com um método
Long Short Term Memory (LSTM) e uma camada de saida que
utiliza a classificacio CTC - Connectionist Temporal
Classification [10].

A multidimensionalidade de uma MDRNN pode ser
considerada uma extensdo das conexdes de uma Rede Neural
Artificial Recorrente (RNNs) [11]. Um problema conhecido
como dissipacdo de gradiente, inerentes das RNN’s, torna
dificil o aprendizado para tarefas que contenham mais que dez



atrasos no tempo (timesteps) entre a apresentacdo de entradas
e eventos esperados, levando ao “esquecimento” das primeiras
entradas, fez com que Graves [12] propusesse a combinacdo
comarede LSTM.

De acordo com Hochreiter [10], O modelo LSTM consiste
em um conjunto de sub-redes conectadas com processamentos
recorrentes, nomeada de blocos de memoria, que podem ser
consideradas uma metafora para chips de memoria. As
operagdes basicas dessa arquitetura sdo de escrita, leitura e de
limpeza (reset) dos circuitos. Com isso, o chaveamento das
portas permitem preservar a informacdo do bloco por um
maior tempo, consequentemente minimizando o problema da
dissipacdo de gradiente.

V. RESERVOIR COMPUTING

Reservoir Computing é um tipo de RNR na qual apresenta
sua estrutura bésica é formada por dois componentes: uma
topologia ndo-linear de elementos de processamento,
conhecida como Reservoir, e uma camada de saida linear,
chamada de readout. Os estados do Resevoir sdo chamados de
echo states e eles sdo o0s responsdveis pela meméria dos
padrdes de entrada [13].

Esta abordagem foi difundida por Verstraeten [4] na Gltima
década e vem sendo adotada como uma nova proposta para
modelagem e treinamento de RNRs, pois unifica duas técnicas
bem consolidadas na literatura, propostas por Wolfgang Maass
com o nome Liquid State Machine (LSM) e por Herbert Jaeger
com o nome Echo State Networks (ESN).

Diferentemente das abordagens tradicionais de RNR, em
Resevoir Computing ndo h& necessidade de treinamento dos
pesos da camada de entrada e nem dos pesos internos da rede
(reservoir). Apenas os pesos da camada de saida (readout) sdo
treinados. Contudo, existe a necessidade de ajuste dos
pardmetros da topologia da rede, para que seja adequado a
resolucdo de um determinado problema. [4]

VI. MoDELO MDRNN-RC

O modelo MDRNN-RC proposto neste trabalho visa
unificar dois métodos bem consolidados e reconhecidos no
estado da arte, que tem como principio basico realizar
tarefas de classificacdo, mas com objetivos de uso distintos.
Sendo assim, o sistema sera dividido em duas etapas, onde
apenas a primeira ocorre impreterivelmente.

Na primeira etapa, que corresponde ao classificador
MDRNN com a aplicagcdo do método LSTM, é submetida
uma imagem digital, que é entdo processada e direcionada
para uma camada de saida CTC, que foi desenvolvida por
Graves, para executar o rotulamento de sequéncia com uma
rede neural, com a finalidade de exibir a possibilidade
percentual desta imagem fazer parte de qualquer uma das
classes possiveis.

Os resultados da primeira etapa sdo analisados, caso a
margem de erro seja superior a um dado valor percentual,
entdo o melhor par de resultados, ou seja, as duas classes
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com maior probabilidade de acerto, servirdo como entrada
para a etapa seguinte.

Na segunda etapa, a imagem original é entdo
submetida a um algoritmo extrator de caracteristicas. Neste
trabalho sera utilizado o modelo proposto por Camastra [8],
que consiste em agregar indicadores locais e globais da
imagem de entrada, afim de destacar as classes com alto
grau de similaridade. De posse das duas classes com maior
probabilidade e suas caracteristicas da imagem extraidas,
essas informacdes serdo submetidas a um classificador
binario (RC), que sera responsavel por determinar qual
caractere representa a imagem de entrada.

A Figura 1 representa o fluxograma do modelo.
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Figura 1 — Fluxograma do Modelo Proposto
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