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Abstract - Databases with missing features are very frequent
in processing and pattern recognition real applications, aswell as
in other fields such as data mining. The most frequent solution
employed in the literature to deal with missing features is based
on substituting missing values with meaningful estimates. Thisis
the so-called imputation of missing values. In this paper, we
propose to combine imputation methods with classifier ensembles
generated by random subspace in order to reduce data
corruption caused by imputation. We present experimental
results obtained using different databases. These databases range
from relatively high-dimensional feature spaces to small feature
spaces. Our results show that classifier ensembles generated by
random subspace help to reduce data corruption and lead to
better performance.
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ausentes, uma vez que o0 processamento dos veteres d
caracteristicas de entrada torna-se impossiveP@itanto, €
fundamental que as caracteristicas ausentes sematas
para que métodos de classificacdo sejam utilizados
eficientemente. Além disso, o desempenho de uransiside
classificacdo esta diretamente relacionado comasastde
auséncia de caracteristicas. Segundo Nanni&Bralibhhr5%

de caracteristicas ausentes € geralmente umadasaierada
tratavel. Taxas entre 5% e 15% demandam métodos de
tratamento ad hoc Por fim, taxas de auséncia de
caracteristicas acima de 15% sao dificilmente veasq1].

Dentre as principais solugdes propostas nas Ultitéeadas
para lidar com dados com valores ausentes em pnable
envolvendo classificacdo ou regressdo, destacanose
métodos baseados em imputacdo, ou seja, 0 valentaué
substituido por um valor estimado. A estimacdo pmidfeita
por meio de técnicas estatisticas, como imputaefo mpédia
(dados quantitativos) ou moda (dados qualitativas)

A auséncia de caracteristicas em aplicacdes reais r@gressdo, ou por meio de técnicas de aprendizadem
inevitavel. Os desafios para esse tipo de problginzan em  maquina, como Wearest Neighbotk-NN) e Redes Neurais
torno de questdes como: valores desconhecidos,ef s Auto Associativas [19]. Entretanto, métodos de itap#o
incapazes de serem identificados ou que ndo pudeEM podem produzir distorgées nos dados, principalmgogndo
registrados por algum motivo técnico e/ou ambiental  ocorrem elevadas taxas de auséncia de caractsific
mesmo por incapacidade de mensuracdo. As causas dauma solugdo mais recente para tratar caractesstica
auséncia de caracteristicas sao diversas, por éxepgssoas ausentes é o uso de conjuntos de classificadosés.niétodo
que ndo respondem todas as questdes de uma pedaliaa tem apresentado bons resultados na literatura [2],
de pixels, falhas de sensores e/ou equipament@seste especialmente quando os membros dos conjuntosesadag

médicos que nao podem ser realizados, ruido exirdatns
corrompidos, dentre outros [1].

Quando uma amostra a ser classificada ndo apreseiats
as caracteristicas esperadas, uma acdo comum d&rtéddac
ignorando completamente essa ocorréncia. Entretassa
ndo é uma solucdo adequada devido a pelo menosh@ss:
(1) a maioria das aplica¢des praticas demanda omada de
decisdo, isto €, ndo € possivel ignorar amost2ase houver

através do método de subespacos aleatérios [1t&].nkE&todo
escolhe aleatoriamenten diferentes subconjuntos de
caracteristicas, a partir do espaco de caractassbriginal,
para treinam classificadores. Portanto, como cada membro
do conjunto é treinado com apenas uma porgdo das
caracteristicas, € possivel classificar uma amosta
caracteristicas ausentes ao selecionar os membrosnglinto
treinados somente com as caracteristicas dispemuweaiado a

uma grande quantidade de amostras com carac@sistiGser classificado [2].

ausentes, a taxa de rejeicdo a tomada de decisfieleeada;
e (3) em problemas em que cada amostra possuinpstos
uma caracteristica ausente, nenhum dado seréficladsi

Neste artigo é proposta a combinagdo entre métddos
imputacdo e conjuntos de classificadores geradosmpé&todo
de subespacos aleatérios. Nossa estratégia basemnas

Além disso, valores ausentes podem de fato ternalguhipdtese de que essa combinacdo pode minimizar as

significado. Por outro lado, um classificador teslo

desvantagens individuais de cada abordagem e eldasa de

normalmente ndo pode processar dados com carficesis acerto dos sistemas de classificacdo automaticampBrtante



destacar que investigamos a auséncia de caracasiapenas foram inseridas usando MCAR, sendo utilizada ap&t@s
nos dados de teste. de taxa de auséncia. Os autores destacam que oslamét
O restante do artigo esta organizado da seguimtgafdNa baseados em técnicas de aprendizado de maquima fsa
sec¢do Il é apresentada uma descrigdo resumidarihagppis mais bem sucedidos na imputacdo de valores ausentes
trabalhos relacionados encontrados na literatura gecéo 1l Novamente, apenas um classificador foi usado nos
0 protocolo experimental. Na sec@o IV os resultadds experimentos para medir o impacto dos métodos de
apresentados e discutidos. Por fim, a se¢do V @ascas imputagdo, neste caso, uma Rede Neural Artificiail f
conclusdes e destaca as perspectivas para trathalbass. empregada.
Na mesma linha, Garcia-Laenciaaal. [19] compararam
Il TRABALHOS RELACIONADOS quatro técnicas de imputacd&:NN, SOM, MLP e o
Os trabalhos discutidos nesta secdo estdo agrumados algoritmo EM Expectation Maximizatign As seguintes taxas
guatro categorias, de acordo com os métodos enjuegemra de auséncia de caracteristicas foram inseridas bise em
tratamento de caracteristicas ausentes: (1) usmmlgacdo e MCAR: 5%, 10%, 20%, 30% e 40%. Os autores conatuira
classificadores individuais; (2) uso de conjuntog dque ndo houve um Unico método superior em toddmsess
classificadores gerados por métodos diferentesidespacos testadas. Como nos trabalhos anteriores, apenas um
aleatorios; (3) uso de conjuntos de classificadgesados por classificador, Rede Neural Atrtificial, foi utiiddo para medir
subespagos aleatérios; e (4) uso de imputacdo oojuntos 0 efeito de técnicas de estimativas de caractasstiusentes.
de classificadores. Mais recentemente, em [20] foram comparados quatro
Em [7], os autores investigaram quatro métodos dgrupos de metodos de imputacaleNN , métodos baseados
imputacdok-NN, imputacdo pela média ou moda, CN2 [15] eem probabilidade, métodos Bayesianos e imputacatpta
C4.5, sendo os dois ultimos algoritmos de Arvoe®dcisdo. aplicados ao problema de fuséo biométrica. Paanjuicto de
As bases usadas nos experimentos ndo possuenecstass teste, as caracterlstlc:ds f_oram removidas por_M@mRLO%_e
ausentes. Portanto, a insercdo dos dados auseoies 4070 detaxas de auséncia. Os resultados indicarkjbefoi
completamente aleatéria (MCAR) nos seguintes peweesy ~Melhor que todos os outros metodos investigados. E
10%, 20%, 30%, 40%, 50% e 60% do total de amos®as. !mp'ortgnte melncmlr]lardque fa.tecn:jca de fuslenlre_l;level tao
invés de um classificador, foi usada para classifamostras
autores mosFram quNN .obteve melhor desempen,ho.entredo conjunto de teste. Portanto, novang)ente apenagécnica
0S quatro metodos_|r1vest|gados. No entanto, apeesnica ¢ gaqq para medir o desempenho dos métodos de
de Arvore de Decisdo foi usada para medir o impaoe

; : ~ , . imputacao.
métodos de imputagdo em seu desempenho. Além @issO,  “Tgcpjcas envolvendo conjuntos de classificadoregiram

bases utilizadas sdo pequenas e poOSsuem  POUGHSng alternativa aos métodos de imputacdo. Em{Bkzczak

caracteristicas, pois, variam de 6 a 9 caracteasti .., et. al propdem combinar um conjunto de classificadores, em
Em [16], Branden e Verbone compararam cinco métodogye cada membro do conjunto € treinado com umaadnic

de imputacdok-NN original, uma versdo modificada #& .5 acteristica. O objetivo dos autores foi mostrae um
NN, um método de imputacdo de processo interaivd, oninto de classificadores é capaz de lidar comlqger

metodo baseado em PCA (Andlise dos Componentgg,mpinacao de caracteristicas ausentes, com o MénTero
Principais) Bayesiano [17] e uma técnica de im@da¢ ye ciassificadores possivel. Embora a estratéjgasimples,
sequencial. Trés bases de dados reais pequenas BOM  oqq5 ahordagem somente é eficaz quando as catazderi
espacos de caracteristicas relativamente elevadofyrno de  jgiviquais  sdo  suficientemente  representativas a par
3226 caracteristicas, foram usadas nos experimedss ,qqipilitar a estimagao razoavel da superficidetisao, fato
autores também apresentaram a proposta de um métodoque ndo ocorre com freqiéncia em problemas reais.
imputacao, ROBnpute pois, o objetivo do trabalho em [16] Ghannad-Rezaiet al.[3] propdem um método baseado na

foi avaliar como os métodos de imputacdo se COMPDIt yescoperta de padrdes na classificacdo de valosesi@s em
diante da ocorréncia deutilers em seu conjunto de dados. conjuntos de dados incompletos. Esta abordagem foi

Foram testados sete diferentes percentuais de téeas gqpeciaimente concebida para a classificacdo dertos de
auséncia introduzidas por MCAR: 1%, 3%, 5%, 1096615 dados com um pequeno nimero de amostras, elevado
20% e 30%.0s resultados mostram que 0 metodo PmPOSercentual de valores ausentes e com amostragide tom
superou os demais métodos de imputacdo empregi#iosp | a0res  ausentes. A proposta baseia-se em encontrar

ao Ifato des;e método tI(;r sido prOJebtalcri]o para SBUSIO @ g pconjuntos de amostras para as quais a maiosa da
outliers De forma semelhante ao trabalho anterior, UMAINIC 54 teristicas esteja disponivel e treinar unsifleador para

cIassificador (baseado em distancia) foi usado nogyqq subconjunto. Na fase de aplicacdo, para cadatma de
experimentos. , . N , . teste, um subconjunto de classificadores que nifivant as
Em [18], seis métodos de imputacdo de caractesstic ¢opqcteristicas ausentes na referida amostra, bicado para
ausentes foram comparados, sendo trés estatistiodsia,  ,yripyir yma decisdo final. O método proposto fainparado
hotdeck e imputacdo mditipla; e trés métodos de&, 4,ras cinco estratégias: (1) exclusio; (2) CARJ;EM;
aprer_1d|zagem de méaquina: Rede Neu_ral do tipo MLI?4) imputacdo mdltipla com EM: e (5) uma versao ificatia
(MultilayerPerceptron, Rede Neural do tipo SOMSEIf- o conjuntos de classificadores. Somente o métsd ®i

OrganizingMap e k-NN. As caracteristicas ausentes també”hsado para a classificacéo dos dados. Oito pequses de



dados disponiveis no URepository of Machine Learning

baseada em distribuicdo (C4.5) e conjuntos deifitzsores,

Datasets foram usadas no experimento, em algumas ashamado pelos autores de método hibrido, em queeoeo

caracteristicas foram removidas via MCAR e em autpar

meio da estratégia MARMissing at Randoin nos seguintes
percentuais: 10%, 20% e 30%. Os resultados expetaise
mostram que a precisdo na classificacdo do métommgto

foi superior aos métodos comparados. Os autorepét@mm
destacam que o nivel de superioridade dependediage do

percentual de valores ausentes.

combinacdo entre imputacdo e conjuntos de claadiies.
Nesse método, conjuntos de Arvore de Decisdo eeRs&p
Logistica foram criados usandbagging A escolha das
amostras usadas para treinar cada membro do confjoint
guiada pela probabilidade de auséncia de cardatassnas
amostras de teste. Ou seja, 0s autores assumiramasiu
probabilidades de ocorréncia de valores ausentes s&

O terceiro grupo de métodos para tratamento deonhecidas. Em algumas situacdes, os autores reamove

caracteristicas ausentes envolve o0 uso de conjudéos
classificadores gerados por subespacos
Provavelmente, a primeira proposta nessa linha étedos é

caracteristicas das amostras de treino para repaesas

aleatdrigsrobabilidades de auséncia conhecidas. Na fasedte, tos

classificadores que ndo dependiam das caractagsticsentes

fundamentada no algoritmo de aprendizagem increahentforam selecionados para classificar cada amostraeske.
Learn™ [9]. Como evolugdo dessa abordagem, temos oQuando nido havia classificadores aptos, o método de

trabalhos [10], [11] e [12], os quais também uiliz versbes
modificadas do Learn™ para tratar
caracteristicas ausentes.

Esse método foi
estratégias em [2]. Trata-se do algoritmeearn™ .MF

imputacado pela média foi usado para substituir aeres

0 problema de ausentes, seguindo uma politica de imputagdo minNoa

experimentos realizados por Saar-Tsechansky e H&rovo

detalhado e comparado a outrg2007], foram usadas 15 bases de dados, algumasndiis

no UCI. Algumas bases, especificamente 04, cominha

(Learn™ MissingFeatures onde um classificador € treinado caracteristicas ausentes. As caracteristicas foeanovidas

com| caracteristicas, dentre mscaracteristicas disponiveis,

aleatoriamente por MCAR das demais bases. Os adsslt

escolhidas aleatoriamente. Em seguida, cada umantdas obtidos mostram que os modelos hibridos obtiveragthon

caracteristicas recebe um peso, sendo que é dutibui peso

desempenho em relacdo a imputacao baseada erbudistd

menor ad caracteristicas escolhidas inicialmente, para ieduz(C4.5) e imputacdo pela média. Uma desvantagemedess

as chances destas caracteristicas serem
novamente para compor o subespaco do segunddickasi.

selegonad®todo é a necessidade de conhecimemt@riori das

probabilidades de ocorréncia de valores ausentego,L

Esse processo € repetido vezes, e cada caracteristicaquando ocorre auséncia via MCAR, como neste trabaifio

escolhida na etapa anterior, diminui a chance desateada
na proxima execucdo. Na etapa de teste, as amasximas
caracteristicas ausentes sao classificadas pormajmritario
dos classificadores cujos subespagos de treinameéito
incluem as caracteristicas ausentes. O desemperiteach™
.MF foi comparado aos seguintes métodos: classificddore

ha como criar os classificadores membros dos ctogun

Nanni et al [1] desenvolveram uma nova abordagem
usando imputagdo miltipla baseada em agrupamento
(clustering) em que combinam imputacdo pela média com
conjuntos de classificadores gerados por subespacos
aleatorios. Os autores assumem a existéncia detedssicas

Bayesindividual com imputacdo média, uma abordagem quéusentes tanto na base de treino quanto na basastée O

combina subespacos aleatérios com imputacdo miekar{to
em mais detalhes no final desta secdo) e a abordaige
conjunto proposta em [8]. Rede Neural do tipo MIdP d
classificador usado em todos os experimentos paairno
impacto dos métodos de tratamento de caractedsdicsentes
na taxa de acerto do classificador. Foram usaddsgéds de
dados com vetores de caracteristicas de tamanhadags As
seguintes taxas de auséncia de caracteristicas foseridas
via MCAR: 2.5%, 5%, 7.5%, 10%, 15%, 20%, 25% e 30%.

autores mostram queearn” .MF pode tratar uma quantidade

substancial de caracteristicas ausentes, com unerdom
gradual da taxa de erro em funcdo do aumento da dex
valores ausentes. Entretanto, o nimero de claadifies
candidatos, ou seja, validos para o0 teste,

método inicia agrupando os dados de treino em umenal
fixo de grupos. Em seguida, os valores ausentesrgfidados
pela média calculada nas amostras que comp&enpo.dum
conjunto de 50 classificadores é gerado via sulgespa
aleatérios para cada grupo de dados. Na fase de tes
amostra de teste é atribuida a um grupo, os vakirssntes
desta amostra sdo imputados por meio da média aloses
dos membros de treinamento que compfem o grupo e as
saidas dos classificadores gerados para o refgrigwo sdo
combinadas via regra da soma. Esse processo édmepaeta
todos os grupos de dados, ou seja, ocorre multighaitacéo
dos valores ausentes.

A andlise feita neste trabalho envolve duas tésnam
imputacdo: (1) pela média ou moda; e (2) baseado em

diminuaprendizagem de maquina, k-NN. Sdo usadas 05 hises

proporcionalmente em fungdo do aumento do nimero d#ados cada uma variando entre 2.545 a 75.089 ama@stl a

caracteristicas ausentes. Esse problema é agraneainlo o
ndmero de caracteristicas originais € pequeno.

Por fim, dentre os trabalhos disponiveis na liteeat
foram identificados dois artigos que combinam iragéb
com conjuntos de classificadores. Saar-Tsechandkyoeost
[5] comparam diferentes técnicas de manipulagéo
caracteristicas ausentes tais como, imputacdo méldia,

180 caracteristicas. Para a etapa de classificaigiiam
escolhidos dois tipos de classificadores, k-NN eoke de
Deciséo, usados individualmente e em conjuntosdgsraor
subespacos aleatoérios. As principais diferencase embssa
andlise, e os trabalhos descritos nesta se¢ao sao:
1. Nossa analise verifica se 0 uso de conjuntos

minimiza o ruido introduzido por métodos de impétag se

0s métodos de imputacdo se comportam de formaedifer



guando se tem um classificador individual e um wotg de
classificadores.

2. Comparado com os trabalhos [1] e [2], em nossog

experimentos sédo utilizados dois classificadorestrpbalham
muito bem em subespacos aleatdrios, segundo atlitar

ausentes, optou-se pela remocéo artificial de tmfaticas
nas 05 bases de dados publicas descritas na Tlalela ndo
ossuem auséncia de caracteristicas na sua co@posic
riginal. E importante observar que esse procedinen
freqlentemente utilizado em trabalhos disponiveia n
literatura.

3. Comparado com os trabalhos que analisam métodos As bases de dados foram divididas em treino e.t€se
de imputacdo, nossa investigacdo envolve o uso aie d classificadores foram treinados com as amostras sem

métodos de classificacdo e ndo apenas um.

Os detalhes dos experimentos, assim como o0s résslta

séo apresentados na proxima secao.

Nesta secdo estdo as
experimentos desenvolvidos.

PROTOCOLO EXPERIMENTAL
informacdes

A. Bases de Dados

Os experimentos foram realizados em 5 bases desdad

com quantidades de caracteristicas médias e reduzits
bases de dados sdo: DNA, Feltwell, NIST, Ship etdrex A
escolha dessas bases levou em consideragdo aidibpade

relacionadas a

caracteristicas ausentes por meio do método despades
aleatorios de acordo com Ho [13,14]. As caractesdstforam
removidas de forma artificial unicamente das amasstia base
de teste, de modo completamente aleat6rio, deng® d
seguintes faixas percentuais 0%, 2,5% 5%, 7,5%,, 1%,
25%, 35% e 45%. As amostras com caracteristicasntes
fggam, entdo, usadas para classificagao.

C. Métodos de Imputagéo

Conforme mencionado anteriormente, dois métodos de
jgnputacdo sdo investigados neste trabalho:nfgane (2)
kKNN. O primeiro denota o procedimento que substisi
valores ausentes das caracteristicas da base ds gath
média (para caracteristicas quantitativas) ou pelda (para

e as varia(;()es em: quantidade de amostras, C|assescaracterlstlcas qualltatlvas) das caracteristice@septes em

principalmente as caracteristicas. Além dissoto d@ serem
investigadas bases com muitas amostras de dadogrdifa
este trabalho dos demais trabalhos existentes teatlira,
pois, normalmente, sdo utilizadas bases com pautastras
e poucas caracteristicas.
A base de dados DNA esta disponivel através doe&roj

Stalog em www.niaad.liacc.up.pt/old/statlpgTexture esta
disponivel no UCI fittp://archive.ics.uci.edu/ml/ A base

todas as demais amostras. No segundo, para cadéamom
caracteristicas ausentes,kaamostras da base de treino mais
préximas desta, sao identificadas, e a média dimsesdas
caracteristicas correspondentes nas amostras nd&isnps €
utilizada para substituir os valores ausentes rperiva
amostra de teste. Em termos de método de imputd¢fipo
valor k precisa ser definido pelo usuario. Em geral, owvde
k=5 foi o melhor para 05 bases em nossos experigiento

Feltwell € uma base de imagens de sensoriamento remoto,

enquanto a Ship € uma base composta por imagens
infravermelho de navios. A base NIST é formada por
classes de numeros manuscritos de 0 a 9. A Taldsclreve
as 06 (seis) bases utilizadas. A dltima coluna canda
quantidade de caracteristicas utilizada para garaespacos
aleatorios na geracdo de conjuntos de classifieador

TABELA I. INFORMAGCOES SOBRE AS BASES DE DADOS

Base de NuUmero Numero Ndamero Subespacos
Dados de de de Aleatérios
Amostras | Classes | Caracteristicas

DNA 3.186 3 180 45
Feltwell 109.44 5 15 8
NIST 65.089 10 132 32
Ship 2.545 8 11 6
Texture 5.500 11 40 20

As bases de dados foram divididas em conjuntosetieot
(x40% da base original), teste (+40% da base aipire
validagdo (+20% da base original), de acordo carsteatégia
holdout validation

B. Remocao Artificial das Caracteristicas

Apesar da auséncia de caracteristicas ser um prable

Be Conjuntos de Classificadores

Foram treinados dois conjuntos com 100 classificeslo
homogéneos, combinados por voto majoritario: unjuwaa
com 100 arvores de decisdo e um conjunto com 109. kN
Essa quantidade de classificadores foi definida base nos
resultados obtidos por Ho [14]. No conjunto de kNdfam
treinados 100 classificadores 1-NN, sem ajuste at@rpetro
k, pois 0 método de conjunto de classificadoresrasjue 0s
membros do conjuntos sdo classificadores menosstadhu
qgque ganham forca ao combinar suas decisGes. Também
segundo Ho [14], metade das caracteristicas orggiream
média, é suficiente para treinar os membros de amjuoto
gerado via subespacos aleatérios, a fim de garalgirada
taxa de acerto. Com isso, aproximadamente 50% das
caracteristicas foram selecionadas para comporspgabes
aleatdrios para os conjuntos de classificadoresdgsrcom as
bases Feltwell, Ship e Texture. Nas bases NIST &, D0¢
subespacos foram gerados com apenas 25%
caracteristicas, uma vez que essas bases possitiemdee
caracteristicas relativamente elevado. Essas iafpies estao
resumidas na Tabela I.

das

V.
Os experimentos realizados para comparar os daisdos

RESULTADOS

comum em diversas areas de aplicacdo, como bases pge imputacdo escolhidos foram divididos em duaeséfl)

recomendacdo composta por quantidades significatil@
amostras e caracteristicas, inclusive ausentesusine

considerando classificadores individuais; e (2)stsrando os
dois conjuntos de 100 classificadores homogéne@sige por



subespacos aleatérios. Os resultados dessas dues dé
experimentos sdo apresentados nas proximas subsecde

TABELA II. TAXAS DE ERRO OBTIDAS POR UM CONJUNTO DEOO
CLASSIFICADORES1-NNEM 04 BASES DE DADOS

A. Resultados da comparacédo entre métodos de imputacg
em classificadores individuais

Nesta série de experimentos, classificadores ididais

foram utilizados para classificar as amostras dée teujos

valores de caracteristicas ausentes foram imputaelos dois

métodos de imputacao investigados. A Figura 1 eptasa

Feltwell Nist Ship Texture
;—L?:gn?:?a Mean | kNN | Mean kNN | Mean| kNN | Mean | kNN
0% 15,30 15,30 3,72 3,72 10,82 10,p2 1,46 146
2,5% - - 3,76 3,83 - - 1,51 1,29
5% - - 3,86 3,93 - - 2,57 1,3p
7,5% 16,00| 15,71 3,99 3,99 - - 2,80 1,86

variacdo do erro em funcdo da taxa de auséncia

caracteristicas para as 05 bases de dados.

Dado erro_auséncia*%, o valor de erro obtido quando

classificador é usado para atribuir classes a aa®de teste

com *% de valores ausentes (2,5%, 5%, 7,5%, etc.
erro_auséncia0%, a taxa de erro obtida sem ausé&lecia

0?0% 18,72| 16,28 4,07 4,08 13,86 11,01 333 1,44
15% 19,72| 16,26 4,29 4,30 19,17 12p9 575 1,44
25% 23,19| 16,90 4,85 4,73 28,02 1563 1113 1,82
35% 24,79 17,47 6,71 5,40 3559 1819 2234 1,74
45% 27,71] 18,29 8,03 5,51 45,72 2389 3348 2,12

caracteristicas, a variacdo do erro é calculadaedpiinte
maneira:

variacdo_erro = erro_auséncid® erro_auséncid®

% %
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Em geral, pode-se afirmar que o método kNN é sopad
mean mas essa superioridade é ainda maior no conpmto
Arvore de Decisdo. A razdo para esse comportaménto
instabilidade do classificador. Dado que o métdaninsere
muito mais ruido nos dados do que kNN, o classlickNN ,
gue é estavel, sofre menos com esse efeito. Csifiladores
instaveis tém comportamento oposto. Esse compontame
pode ser claramente observado na base NIST. Atrdaés
variagdo do erro dos dois conjuntos de classifieice
possivel observar que ocorre uma diferenca muitds ma
significativa entre os métodos de imputagdo no wunj de
Arvores de Decis&o do que no conjunto de kNN .

TABELAIll.  TAXAS DE ERRO OBTIDAS POR UM CONJUNTO DEOO
CLASSIFICADORESARVORE DEDECISAOEM 04 BASES DE DADOS

()

[ = 4~ -MédiakNN_—&—Média DT —— mputagdo KNIHKHIN -~ Imputagdo KNILDT |

Fig. 1. Variac&o do erro nos classificadores individuas 0@ bases.

Conforme pode ser observado na Figura 1, os ressita
obtidos com os dois classificadores individuais-&Arvore

Feltwell Nist Ship Texture
;L?:gn?:?a Mean | kNN | Mean kNN | Mean| kNN | Mean | kNN
0% 14,18| 14,18 2,92 2,92 6,39 6,39 9,32 9|32
2,5% - - 3,12 2,98 - - 9,77 9,24
5% - - 3,44 3,03 - - 10,23  9.4F
7,5% 15,11 14,34 3,74 3,05 - - 10,68 97

de Decisdo mostram que o método de imputagcao k-NIN

OT

superior aanean em quatro das cinco bases investigadas. 035y,

QO% 16,96| 15,02 4,44 3,21 8,5 7,18 1068 9,02
19,63| 1548 6,26 3,46 17,1 8,26 14|32 ¢

=

resultados do teste estatistico ndo paramétricekartwallis,
apontam uma diferenca significativa na variacddada de

25% 22,21| 15,62 13,59 4,14 24,39 12[78 22,73

©
o
N

erro obtida com o uso dos dois métodos nas quasesb

35% 26,37| 16,64 26,9% 4,94 3510 1475 3545 9,24

consideradas. Apenas para a base DNA, os resulfatas

45% 30,11 17,72 33,18 5,21 44,94 18449 45,98 9,32

diferentes.

B. Resultados da comparacéo entre métodos de imputaca
em conjuntos de classificadores via subespacosdlea

Neste segundo grupo de experimentos, os conjuetas@
kNN e 100 Arvores de Decisdo sao utilizados pamasificar
cada amostra de teste. Quando uma caracteristomtesse
ausente, o método de imputacdo é utilizado paienasto
valor ausente. A Tabela Il apresenta os resultadtidos com
conjunto de 1-NN. Enquanto a Tabela Ill mostraesuitados
obtidos com o conjunto de Arvores de Decis&o. (hslon*-
indica que ndo ha amostras com caracteristicast@sse

C. Comparacéo entre os resultados obtidos com
classificadores individuais e conjuntos de clasaifiores

Os resultados apresentados na Tabela IV mostram o
resumo da média dos erros obtidos para cada badanf®,
0s conjuntos de classificadores gerados por subespa
aleatdrios foram melhores que os classificadordwitguais
qguando todas as caracteristicas estavam presemisbém
gquando as caracteristicas estavam ausentes, isspepo
conseguiram suavizar o efeito de ruidos tanto pmo mio uso
de um bom método de imputacdo, cokidN, ou com um
método mais simples commean Porém, o método mais
simples foi mais beneficiado porque introduz maiisle nos



dados e, consequentemente, 0 conjunto suavizaanaiglo
gerado.

conjuntos usados neste trabalho. Além de acrescenta
mediana, média ponderada e cruzamento como expgame

fatorial.

TABELA IV.  MEDIA DOS ERROS OBTIDOS PARA CADA UMA DAS5BASES
k-NN Arvore de Deciso
Base Individual Conjunto Individual Conjunto (1]
Mean | KNN | Mean | kNN | Mean | kNN | Mean | kNN

DNA 21,79 | 21,86| 1861 18,3{ 28,51 | 28,41 | 16,83 16,73 | [2]
Feltwell | 24,14 | 17,19 20,78 16,60 3344 1844 20,685,57
Nist 7,96 4,99 4,81 4,38 3891 10,%3 10,85 3,66
Ship 3091| 1729 2544 1526 3468 1502 227831 | S
Texture 11,12 1,63 9,38 1,40 | 30,88 9,06 18,80 9,30

: : (4]
Portanto, nossos resultados experimentals mostnagn

combinar imputacdo com conjunto de classificadgerados

por subespagos aleatérios reduz o ruido causado pidt
imputacdo e ocasiona uma consequéncia ainda naaiaxa

de acerto geral do sistema melhora. Logo, a hipdtestacada

na introducdo deste trabalho foi confirmada pelo§6]
experimentos, isto €, a combinagdo de métodos petapao 7l
com conjuntos de classificadores pode minimizar a&
desvantagens individuais de cada abordagem dentata de
caracteristicas ausentes e elevar a taxa de atersistemas [g]
de classificacdo automatica.

V. CONCLUSAO ETRABALHOS FUTUROS ol

Neste artigo foi realizado um estudo comparativeado
em técnicas para tratar o problema de caract@sssiasentes.
Os resultados das analises de todos os experimeaiosados
mostram que o uso de conjuntos de classificadomgisnima o
ruido introduzido pelos métodos de imputacdo, goand
comparados a classificadores individuais. Embomaétodo
de imputacd&NN tenha superado o métodwean tanto com

[10]

[11]

b S22 X [12]
classificadores individuais quanto com conjuntos de
classificadores, os experimentos mostram que oedogtde
imputacdo se comportam de forma diferente quandterse [13]

um classificador individual e um conjunto de clsadores.

A diferenca entre os dois métodos é maior em dieadores
individuais do que em conjuntos. (14]

Também é importante destacar que o método instavel

Arvore de Decisdo é significativamente menos rabust [15]
ruidos ocasionados por métodos de imputacao do oque
classificadorkNN, tanto em conjunto quanto individualmente. 16
Por outro lado, o conjunto de Arvores de Decis&arglou as

menores taxas de erro na maioria das bases irsga§gCom [17]
isso, pode-se concluir que conjuntos de classific
gerados por subespagos aleatdrios, especialmetjtentms de
Arvores de Decisdo, podem elevar a taxa de acersistemas  [18]

de classificacdo automatica em problemas com aiasélec
caracteristicas.

Durante a execucdo deste trabalho foram identdisad [19]
algumas possibilidades de trabalhos futuros: (13lizar
experimentos com outros tipos de bases, levando em
consideragdo caracteristicas ausentes ndo s6 ealbasste, [20]
mas também na base de treino, semelhante aoshvalbrahis
recentes encontrados na literatura e (2) combindro®
métodos de imputacdo com os classificadores ingigde os
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