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Abstract - Many efforts have been dispended to solve problems related to the Electrical Energy Quality, principally in au-
tomation of process and developing monitoring equipments that provide improvements in behavior and reliability of the elec-
trical system. This paper presents an automatic identifier/classifier system for disturbances called Wavelet-ARTMAP-Fuzzy
neural network. The basic structure of this neural network is composed of three modules: the anomaly (disturbance) detection
module; the characteristics extraction module, where the wave forms are analyzed by calculating the Discrete Wavelet Trans-
form, Multiresolution Analysis, and Entropy Norm; and the classification disturbance module which contains a Fuzzy
ARTMAP neural network that shows what kind of anomaly of the signal. This study considers seven types of electrical sig-
nals, generated from the mathematical models, performing 2800 wave forms. Thus, the performance of this network in detect-
ing and classifying correctly the several electrical disturbances was 100%, moreover the robust form and velocity in obtaining
the results, allowing using in real time.

Keywords - Electrical Power Systems; Voltage Anomaly Detection and Classification; Wavelet Transform; Entropy
Norm; Fuzzy ARTMAP Neural Network.

Resumo - Muitos esforcos t8m sido despendidos para tentar sanar problemas relacionados com Qualidade da Energia
Elétrica, principalmente na automacdo de processos e desenvolvimento de equipamentos de monitoracdo que possibilitem
maior desempenho e confiabilidade a todo o sistema elétrico. Este artigo apresenta um sistema identificador/classificador
automatico de distirbios chamado de rede neural Wavelet-ARTMAP-Fuzzy. A estrutura basica dessa rede neural é composta
por trés modulos: o0 modulo de deteccdo de anomalias (distirbios), o moédulo de extracdo de caracteristicas onde as formas de
onda sdo analisadas através do célculo da Transformada Wavelet Discreta, Anélise Multirresolucdo e Norma Entropia e o
médulo de classificacdo de disttirbios que conta com uma rede neural ARTMAP Fuzzy que indica qual o tipo de anomalia do
sinal. Nesse estudo, foram considerados sete tipos de sinais elétricos, gerados a partir de modelos matematicos, totalizando
2.800 formas de onda. Dessa forma, o desempenho da rede na deteccdo e classificacdo correta dos tipos de distirbios elétricos
foi de 100%, além da forma robusta e grande rapidez na obtencdo dos resultados, possibilitando sua aplicagdo em tempo real.

Palavras-chave - Sistemas Elétricos de Poténcia; Deteccio e Classificacio de Distirbios de tensdo; Transformada Wa-
velet, Norma Entropia; Rede Neural ARTMAP Fuzzy.

Introducao

O conceito de Qualidade de Energia (QE) vem sofrendo alteracdes em consequéncia do avango tecnolégico. Ha al-
guns anos, a principal preocupagdo da QE concentrava-se na qualidade de servigo, ou seja, com o intervalo de tempo em que o
sistema permanece desligado e a frequéncia com que ocorrem tais interrupgdes da tensdo. Atualmente, parametros como a am-
plitude e frequéncia da tensdo, desequilibrio de tensdo e distor¢do harmonica assumem elevada importancia no contexto da QE
(Kezunovic e Abur, 2005; Allen, et al., 2005). Sdo fendmenos que, embora sempre tenham existido, tém despertado particular
interesse e estudos. Entre muitos apontamentos da literatura a definicdo do que seria um problema de Qualidade de Energia
Elétrica. Uma delas [Bollen, 2000] diz que se pode classificar o assunto como qualquer problema manifestado na tensao, cor-
rente ou desvio de frequéncia, que resulte em falha ou ma operagdo dos equipamentos de consumidores. Um problema, dentro
do contexto de QE, refere-se aos disttirbios que causam a interrup¢do momentanea, distor¢do harmonica, afundamento e eleva-
cdo de tensdo, dentre outros. Os disttirbios que ocorrem nos sistemas elétricos de poténcia podem provocar inumeras interfe-
réncias indesejaveis como acionamento indevido de relés, mau funcionamento e/ou danos de equipamentos sensiveis, distor-
¢Oes em equipamentos de medigdo, que podem resultar, até mesmo, na interrupcdo do fornecimento de energia elétrica. Tudo
isto resulta em um efeito econdmico nao desprezivel, acarretando prejuizos tanto as concessionarias como aos consumidores.
Com o aumento crescente na utilizacdo de equipamentos eletronicos, exige-se cada vez mais a qualidade no sinal entregue pela
concessiondria. A deteccdo e a classificacdo de disttirbios sdo temas importantes para o desenvolvimento de equipamentos de
monitoracao de QE. Nesse processo devem-se usar, basicamente, técnicas de processamento de sinais para extrair caracteristi-
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cas especificas dos sinais elétricos, seguidos pelo emprego de uma técnica para classificar os distirbios detectados. Contudo
estas técnicas devem preservar aspectos como o baixo esforco computacional e eficiéncia de classificacdo para ser considerado
adequado para implementacdo em sistemas de classificacdo de disturbios trabalhando em tempo real. A partir dessas premissas
desenvolveu-se um modelo moderno e eficiente de identificador e classificador automatico de anomalias (disttrbios) de ten-
sdo. Trata-se de um método que combina o uso da transformada wavelet (Daubechies, 1992) e redes neurais artificiais (Hay-
kin, 2008). Este método é definido como sendo uma rede que realiza a detec¢do de anomalias em um sinal puro, extrai as ca-
racteristicas das formas dessas ondas e classifica qual o distirbio ou combinacédo de distirbios de tensdo que o sinal de entrada
sofreu. Ou seja, ap6s um sinal ser lido pela rede a mesma indicara se o sinal é puro ou se sofreu qual tipo de disturbio. A prin-
cipio os tipos detectados incluem os disttirbios de curto prazo, como afundamento de tensdo (sag) e elevacao de tensdo (swell),
os disturbios de longo prazo como distor¢do harménica, bem como uma combinacdo entre eles distor¢do harmoénica com sag e
distor¢do harmdnica com swell. Este sistema identificador/classificador automatico de disttrbios é chamado de Rede Neuro-
Fuzzy-Wavelet (RNFW). Neste artigo, os vetores serdo representados por linha, que é a forma padrdo empregado nas redes
neural ART-descendentes (Carpenter e Grossberg, 1992).

1 Metodologia

A estrutura basica da RNFW é composta por trés médulos principais: o médulo de deteccdo de anomalias (disttirbios),
o moédulo de extracdo de caracteristicas onde as formas de onda sdo analisadas através do célculo da Transformada Wavelet
Discreta (TWD), Andlise Multirresolucdo (AMR) e Norma Entropia (NE). O médulo de classificagdo de disttirbios que conta
com uma rede neural ARTMAP Fuzzy que indica qual o tipo de anomalia presente no sinal. Tal estrutura é mostrada na Figu-
ra 1.
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Figura 1. Estrutura da RNFW.

O processo de funcionamento da rede se resume na leitura do sinal de entrada passando pelo mddulo de deteccdo de
anomalias. Se for detectado algum disttrbio, serd realizado o calculo dos coeficientes wavelet e suas respectivas médias de en-
tropia, resultando em um vetor que contém caracteristicas préprias do distirbio (assinaturas). Este vetor resultante é utilizado
como entrada do médulo de classificacdo ap6ds ser pré-processado, via processo de normalizacdo e codificacdo, visando colo-
ca-lo num formato adequado para a rede neural ARTMAP Fuzzy. Esta rede, entdo, far a classificacdo do tipo de anomalia que
o sinal de entrada sofreu de forma rapida e precisa (camada de saida). Para representar as anomalias consideradas, neste artigo
(sag, swell, outage, etc.), usa-se a codificacdo binaria de 3 bits, conforme Tabela 1.
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1.1 Moédulo de Deteccao

A forma de onda de tensdo é constantemente analisada a fim de se detectar algum tipo de anormalidade na rede. Esse
processo é realizado inferindo-se, de maneira aproximada, a amplitude da tensdo da forma de onda (Figura 2), baseado no mo-
delo de inferéncia de corrente proposto por Al-Jufout (Al-Jufout, 2006).

Forma de onda da
Tensdo

‘h. | .
|‘ ||'
i
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Figura 2 - Forma de onda senoidal de tenséo discretizada, considerando-se uma taxa de amostragem m.

A amplitude maxima da tensdo pode ser obtida através da equagdo:

\%
k
Vi = | | @
sen | tan (@ )|
sendo:
- V, sen (wAt)
Vi 1— V| cos (wAt)
onde:
A= Lo —
w : velocidade da onda = 2 Ttf;
k : tempo discreto;
f : frequéncia (Hz).
Assim, deve-se calcular os valores de Vi, usando-se a equagdo (1), parai =1, 2, ..., L, sendo L um ntimero arbitrado
considerando-se as amostragens de interesse (e.g., 5 vezes em 1 ciclo). Assim, tem-se:
L
i; Vrnaxl )
Vmed= V2 L
e

ov=101 Vmed - ‘/referéncia 0 (3)
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sendo:
Vmad = valor de Vi calculado a partir da equacao (1) baseando-se na onda de tensdo (Figura 1);
Vmea = média aritmética dos L valores eficazes da forma de onda de tensao;

Vietersncia =  valor eficaz de referéncia correspondente a tensdo nominal;

oV = indice de normalidade de tensdo da forma de onda.

As L estimativas de Vi sd0 adotadas visando reduzir a imprecisdo de Vieq, isto porque as medidas das tensdes podem
conter ruido. Assim, pode-se definir que para uma forma de onda perfeitamente senoidal, o valor da amplitude calculada usan-
do-se a equacdo (1) é exatamente igual a tensdo nominal. Porém, quando houver qualquer anormalidade na tensdo, havera um
reflexo na amplitude, ou seja, uma discrepancia em relagdo ao valor real (Vieersncia). Desse modo, adaptando-se as equagoes (2)
e (3), obtém-se o resultado da normalidade do sinal traduzido no seguinte critério:

e Se dV # AV, indica a existéncia de anormalidade na tensdo;

*  Se 0V = AV, indica que ndo existe anormalidade relevante na tensao.

Sendo:
oV = valor calculado através da equacéo (3) e tomando-se Vieferenia COmo sendo a tensdo nominal eficaz;
AV,.x = pardmetro empirico, nesta pesquisa foi utilizado, para estes tipos de disttrbios, o valor 0.29.

1.2 Médulo de Extracao de Caracteristicas

A extracdo de caracteristicas do sinal ajuda a distinguir um tipo de anomalia de outro. E a chave para o reconhecimento
de padrdes, sendo o componente mais importante no desenvolvimento de sistemas de classificacdo inteligentes, acarretando
que o melhor classificador tenha baixo desempenho se as caracteristicas ndo forem bem escolhidas.

Nesse mddulo, depois de determinado que o sinal de entrada contém algum tipo de anomalia, 0 mesmo é decomposto e,
assim, obtido os coeficientes wavelets através da analise multirresolugdo. Desses coeficientes sdo calculadas as médias entropi-
as wavelet (WEN), o que resultard em um vetor contendo as caracteristicas que identificam cada disttrbio.

A decomposicdo wavelet do sinal é realizada por 12 niveis utilizando-se o filtro Daubechies de quarta ordem (db4) ge-
rando os niveis de detalhe (di, d», ..., di2) que contém os coeficientes de baixa frequéncia e o nivel de aproximagdo (a:,) com os
coeficientes de alta frequéncia através da AMR.

Entropia é um conceito comum a vérias areas. Em termodindmica, entropia é uma medida para quantificar o grau de
desequilibrio do estado do sistema. Em matematica, a entropia é usada para medir a incerteza de problemas. Enquanto na
Ciéncia da Informagdo, entropia é a média da incerteza da fonte de informacgdo. Assim, pode-se dizer que a entropia é uma me-
dida de irregularidades de estados como o desequilibrio, incerteza. Como um método para medir, a entropia aparece como
uma ferramenta ideal para quantificar a ordenacdo dos sinais ndo-estaciondrios [Zhang et al., 2004].

A norma entropia de um sinal com distdrbio U, =j=1,2, ... ,N &4, pode ser obtida por:
N
. (P
NE= Y | Uj] 4
j=1
Sendo:
j = pontos do sinal U;
P = éonivel de energia com variacdo de 1 < P < 2.

Os valores da norma entropia para coeficientes de detalhe e aproximacdo obtidos em cada nivel de decomposicao a par-
tir da TWD e AMR de diferentes disttirbios sdo calculados para extragcdo de caracteristicas importantes, resultando em um nt-
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mero real. As caracteristicas extraidas desse processo permitem distinguir um tipo de disttirbio dos demais e podem ser calcu-
lados por

1 1
de=FjZn:|dj[n] " Waj=ﬁjzn:|aj[n] " j=1,2..H : ©)

Que podem ser representadas como
Wsinal = [Wdl LR WdH WGH], (6)

sendo
H : numero total de niveis de decomposicao;
dy @ édltimo nivel do coeficiente detalhe;
ay : éultimo nivel do coeficiente aproximacao.

O vetor da norma entropia wavelet que representa as caracteristicas normalizadas de cada nivel de decomposicdo
(dy, ..., di, a1), de cada sinal, é identificado por:

AWena = [Wd, . . ., Wd» Way] (7)
sendo que:
Wd; : média entropia do coeficiente detalhe do primeiro nivel;
Wdi, : média entropia do dltimo nivel de detalhe;
Wa, :  média entropia do ultimo nivel de aproximagao.

Como nos disttrbios, no contexto da QE, o valor da norma entropia é muito semelhante em alguns distirbios como nos
casos de sag e outage, entdo, um sinal puro é usado como referéncia para distinguir esses distirbios entre si. Assim, o vetor
que representa a WEN sera dado por:

AWEN = AWsinal - A‘/vsinal puro (8)

Onde o vetor que representa as caracteristicas wavelets normalizadas do sinal puro AW, utilizando-se a  equagao
(7), pode ser representado por:

AWSiﬂal puro = [stpl e Wd5p1z WGSp12] (9)

Assim, o vetor da norma entropia wavelet (AWEN) que representa a caracteristica de cada distirbio é usado como en-
trada do médulo de classificagao.
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2 Rede Neural ARTMAP Fuzzy

A rede neural ARTMAP Fuzzy (Carpenter et al., 1992) é uma rede supervisionada, ou seja, o treinamento é realizado
baseado em estimulos de entrada e de saida. E composta por dois médulos ART Fuzzy: ART, e ART, interconectados através
de mo6dulo de memoria associativa inter-ART, F®, que possui um mecanismo auto-regulador denominado match tracking.
Este mecanismo possui a incumbéncia de realizar o “casamento” entre a entrada e a saida da rede neural.

2.1. Médulo ART Fuzzy

Na rede neural ART os dados de entrada sdo denotados pelo vetor g= [a 1 a M] M-dimensional, normalizado da
seguinte forma:

a=-L (10)
a
sendo:
a : vetor de entrada normalizado;
al=2.q, (1)
1
O vetor de entrada serd um vetor 2M-dimensional, denotado por:
I=[ga‘]=la...ayai...ayl (12)
sendo que:
a‘=a;=1-a, .
O vetor de atividade (saida) é simbolizado por y =[y: ... yw~], sendo N o nimero de categorias criadas. Deste

modo, tem-se:

5 J de F; ¢ ativo.
y:fl, se ond Jde F; é ativo (13)

0, Jcaso contrério.

Os parametros utilizados no processamento da rede ART Fuzzy sdo: parametro de escolha (a > 0), taxa de  treinamen-

to (B01[0,1]) e pardmetro de Vigilancia ( o 0 [0,1] ). Inicialmente, todos os pesos possuem valor igual a 1, indicando assim,
que ndo existe nenhuma categoria ativa.

O vetor de entrada da rede ART, é representado pelo vetor a =[ a; ... au. ], M.,-dimensional, e o vetor de entrada da
rede ART, (que corresponde a saida desejada, referente ao padrdo de entrada da rede ART,) é representado pelo vetor b

=[ b1 be] M,-dimensional (Carpenter et al., 1992).

Os parametros usados na rede ARTMAP Fuzzy sdo os mesmos usados na rede ART Fuzzy. A diferenca da rede neural
ART Fuzzy é o parametro de vigilancia do médulo inter-ART, O ( 0w U [0,1] ).

A rede ARTMAP realiza o processamento de duas redes ART (ART, e ART}), sendo que apds a ressonancia ser confir-
mada em cada médulo ART, tem-se:

e J : categoria ativa para a rede ARTj;

e K : categoria ativa para a rede ART,,.



Learning and Nonlinear Models - Revista da Sociedade Brasileira de Redes Neurais (SBRN), Vol. 7, No. 1, pp. 09-18, 2009
©Sociedade Brasileira de Redes Neurais

Através do processo match tracking verifica-se se a categoria ativa no ART, corresponde ao vetor de saida desejada
apresentado no ART,. O critério de vigilancia é dado por (Carpenter et al., 1992):

| P AW

T o

sendo:

yb = vetor saida do ART, (padrdo de atividade F 12) ).

Se (14) ndo for satisfeita, é feito um incremento minimo no pardmetro de vigilancia ART,, suficiente apenas para ex-
cluir a atual categoria e selecionar outra categoria, que se tornard ativa e entrard novamente no processo até que a equagdo (14)
seja obedecida. Com a ressonancia confirmada, os pesos dos médulos ART, e ART}, sdo atualizados utilizando o mesmo crité-
rio da rede neural ART nebulosa. A adaptagdo para o médulo inter-ART é efetuada da seguinte forma:

wj’,’f=0, para k#K

W;-’f=1, para k=K

3 Estimulos de Entrada-Saida da Rede Neural ARTMAP Fuzzy

Os vetores de entrada e de saida devem ser pré-processados, normalizados e codificados visando atender a formatagdo
exigida pela rede neural ARTMAP Fuzzy, ou seja, o valor de cada componente de tais vetores deve atender o intervalo [0, 1].

Assim, os vetores de entrada @ podem ser expressos por:

a = Q] (15)
Sendo:
A= [MA.. Al
WEN .

A=l |
WEN .

bl

WENmnx = max{IWEN,O0 OWEN,[. .. OWENy,[}.

Q = [0...1...0](codificacdo binaria) .

Os componentes de  sdo assim definidos:
e sesgn(WEN,) for “—”, entdo, Q = 0;
e sesgn(WEN,) for “+”, entdo, Q = 1;
sendo:
sgn = funcao sinal.

Os vetores de saida b , codificacao binéria em 3 bits, sdo definidos na Tabela 1.
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Tabela 1. Codificacdo bindria dos vetores de saida da rede neural.

Sinal de Entrada Classe | Vetor de Saida b

Sinal Puro S -

Sag S, [0 0 1]
Swell Ss [0 1 0]
Outage S4 [0 1 1]
Harmonico Ss [1 0 0]
Harmoénico e Sag Se [1 0 1]
Harmonico e Swell S; [111]

O sinal puro é identificado no “Modulo de Deteccdo de Anormalidade”, ou seja, quando OV # AV .

4 Fase de treinamento
O treinamento da rede neural é realizado considerando-se dados gerados a partir de duas fontes:

1.Usando-se o modelo, de sinais de tensdes com distirbios, proposto por Abdel-Galil et al. (2005). Trata-se de um mode-
lo que, por meio da variacdo de poucos parametros, é possivel gerar uma grande variedade de sinais de tensdo com disturbio;

2.Via simulacdo usando o aplicativo ATP. Este procedimento é bastante importante para a fase treinamento, pois podem-
se gerar casos mais realistas.

Neste artigo, preliminarmente, usou-se a fonte descrita no item 1 como forma de testar a metodologia proposta. Na
sequéncia da pesquisa, a base de dados sera complementada com outras simulagoes.

5 Experimento

As formas de ondas dos sinais puros e com distirbios foram geradas por um algoritmo desenvolvido no programa MA-
TLAB. A vantagem na geracao dessas ondas é enorme em relagao a outros métodos como a utilizagdo de uma base de dados de
disttrbios. Pois é perfeitamente possivel selecionar quantos e quais os melhores dados (forma de onda e coeficientes) que irdo
representar um tipo de sinal. Os dados de entrada da RNFW serdo gerados baseados no modelo de equagao de Abdel-Galil et
al. (2005) e He et al. (2006), onde sete classes (S; a Sy) identificam os diferentes tipos de sinal com disttirbios de QE a serem
analisados (sag, swell, outage, harménico, harmonico com sag e harmonico com swell) e também o sinal puro.

No algoritmo desenvolvido é plausivel a selecdo das melhores formas de ondas sendo possivel a escolha do tipo de
onda a ser gerada, ou seja, variacdo entre as 7 classes (S: a S7), variacdo nos disttrbios, tais como a definicdo da amplitude en-
tre 0.1 até 0.9 pu para sag e entre 0.1 até 0.8 pu para swell além do tempo de suas respectivas dura¢des em ciclos.

Das formas de ondas geradas, foram utilizadas 200 das melhores amostras para treinamento da rede e outras 200 para a
fase de testes. As amostras possuem 256 pontos/ciclo e frequéncia nominal de 60 Hz, que é o padrao brasileiro, com isso, é
possivel o calculo de até a 127* ordem dos harménicos.

Para efeitos didaticos, nessa pesquisa, foram consideradas as harmonicas fundamentais, as de 3%, 5% e 7* ordem; e para a
combinacdo dos disturbios “sag e harménico” e “swell e harmonico” foi considerado até o harmonico de 5* ordem.

No médulo de deteccdo, foram testadas, outras taxas de amostragens (maiores e menores), porém observou-se que a
taxa de amostragem utilizada (cinco amostras/ciclo) é a mais eficiente, evidenciando que a metodologia proposta é robusta
neste sentido.

No calculo da TWD, AMR e da WEN também foi utilizado o programa MATLAB (wavelet toolbox). Cada um dos sinais
escolhido foi decomposto com o filtro Wavelet Daubechies (db4) por 12 niveis. Entdo, baseado nas caracteristicas extraidas
através da equagdo (8), um conjunto de 13 componentes de caracteristicas é obtido. Porém, como muitos dos coeficientes de
decomposicdo apresentam caracteristicas semelhantes em todos os tipos de distirbios, definiu-se que os vetores caracteristicos
dos disttrbios (AWEN), de cada sinal, apenas com os valores da WEN dos coeficientes ds, ds, d, ds e a2, resultando em um ve-
tor com 5 componentes. Essa dimensdo descreve diferentes caracteristicas resultantes da TWD.

O tamanho total do conjunto entrada é 5 x 1.400, sendo 5 a quantidade dos coeficientes de decomposicdo referentes aos
detalhes (d,, ... , ds), mais o de aproximacao (ai») enquanto que 1.400 sdo os 200 casos de cada uma das 7 classes de disttirbio.



Learning and Nonlinear Models - Revista da Sociedade Brasileira de Redes Neurais (SBRN), Vol. 7, No. 1, pp. 09-18, 2009
©Sociedade Brasileira de Redes Neurais

A arquitetura ARTMAP Fuzzy, além da obtencdo de respostas rapidas e precisas, permite que se formatem os dados de
entrada e de saida para conter a maior diversidade possivel. Contendo, assim, uma estrutura com capacidade de realizar anélise
de sinais considerando-se um grande niimero de disturbios de tensao.

6 Conclusao

Nessa pesquisa é proposto um modelo moderno e eficiente de classificador automatico de anomalias de tensdo através
de uma RNFW. A principal vantagem desse método é a reducdo do tamanho dos dados a serem analisados, a  descoberta das
principais caracteristicas do sinal sem perder as caracteristicas do sinal original, a redugdo do espago alocado em memoria, ja
que serdo analisados apenas os sinais comprovadamente com disttirbio e a pequena necessidade de pré-processamento, que
propiciam um répido resultado ao problema. = Mencionando, ainda, a absoluta eficiéncia na classificagdo das anomalias, com
100% de acerto nos testes realizados, infimo tempo despendido com o treinamento da rede e a alta velocidade de processamen-
to, inerentes ao uso do algoritmo ARTMAP Fuzzy. Os resultados dos testes apontam para o enorme potencial na implementa-
¢do dessa rede em um sistema de monitoramento de distirbios. Tratando-se de um assunto de grande relevancia no contexto
dos sistemas elétricos de poténcia, tendo em vista a caréncia de resultados concretos neste sentido.

Assim, a concepcdo desse sistema de inferéncia (neuro-fuzzy-wavelet) permite realizar a classificacdo de disturbios de
forma robusta e com grande rapidez na obtencao do resultado, possibilitando sua aplicagdo em um sistema de tempo real, visto
que todo esfor¢o computacional (muito pequeno) é alocado, basicamente, na fase de treinamento. Somente uma pequena par-
cela de tempo computacional é necesséria para a efetivacdo das andlises. Além do mais, a metodologia proposta pode ser es-
tendida para tarefas mais complexas como, por exemplo, a localizagdo das fontes geradoras do disttrbio de tensao.
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