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Resumo - O presente artigo apresenta um Algoritmo Memético (AM) para a otimizacio de quantizadores vetoriais. O AM
proposto atualiza os dicionarios produzidos a cada geracdo de um Algoritmo Genético (AG) modificado mediante a aplicagcdo
de iteragBes de uma versdo acelerada do algoritmo Linde-Buzo-Gray (LBG). A partir de simula¢Ges envolvendo compresséo
de imagens, observa-se que o AM proposto leva a melhores dicionarios em uma quantidade menor de geracdes, quando
comparado a um AG integrado ao algoritmo LBG convencional, produzindo, portanto, melhores valores de relacéo sinal-ruido
de pico para as imagens reconstruidas. Finalmente, a complexidade da busca pelo Vizinho Mais Proximo (VMP) no método
proposto é reduzida mediante a utilizacdo de uma busca por distancia parcial (PDS).

Palavras-Chave — Quantizagéo vetorial, computagio evolutiva, algoritmos meméticos, codificacdo de imagens.

Abstract — This paper presents a Memetic Algorithm (MA) for optimizing vector quantizers. The proposed MA updates the
codebooks produced at each generation of a modified Genetic Algorithm (GA) by applying iterations of an accelerated version
of the Linde-Buzo-Gray (LBG) algorithm. From simulation results involving image compression, it is observed that the
proposed MA leads to better codebooks, in a smaller number of generations, when compared to the GA guided by the standard
LBG, leading to better peak signal-to-noise results for the reconstructed images. Finally, the complexity of the search for the
nearest neighbour in the proposed MA is reduced by the usage of a Partial Distance Search (PDS).

Keywords - Vector quantization, evoutionary computing, memetic algorithms, image coding.

1. INTRODUCAO

Dentre as vantagens decorrentes da representagdo digital de sinais, destacam-se o controle eficiente de erros de canal,
a aplicacdo de técnicas criptograficas e a possibilidade de integracdo de sinais e dados.

A codificacdo eficiente de sinais (voz, imagem, &udio, video) é essencial para diversas aplicacdes, tais como,
comunicagdo multimidia, navegacdo web, armazenamento de imagens médicas e documentos de negocios, arquivamento de
impressdes digitais, transmissdo de imagens de sensoriamento remoto obtidas de satélites e comunicagbesmoveis. Nessas
aplicac@es, o propdsito fundamental da compresséo de sinais é reduzir o nimero de bits para representa-los adequadamente, de
forma a minimizar os requisitos de memoria, para armazenamento, e de largura de banda, para transmissao.

A Quantizagdo Vetorial (QV) [1, 2], que pode ser vista como uma extensdo da quantizacdo escalar em um espaco
multidimensional, encontra-se fundamentada na Teoria da Distor¢do Versus Taxa, formulada por Shannon, segundo a qual um
melhor desempenho €é obtido codificando blocos de amostras (isto €, vetores) em vez de amostras individuais (isto &,
escalares).

A QV é definida como um mapeamento Q de um vetor de entrada .+ € R4, em um subconjunto finito W < R#
contendo N vetores de reproducdo distintos. Assim, Q : R#— W. O dicionario W = {w_ ...,wy} € o conjunto de vetores-codigo
(vetores de reconstrucéo), k é a dimenséo dos vetores-codigo e N é o tamanho do dicionario. O mapeamento Q particiona o
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espaco R#em N regides disjuntas (também chamadas de células de Vorondi) S;, i =1, ..., N, em que S; = {x : Q(X) = w3}, ou,
alternativamente, S; = {x : d(x,w;) < d(x,w;), V j # i}, em que d(-,-) é uma medida de distorcdo. O vetor-c6digo w; é o vetor
representante de todos os vetores de entrada pertencentes a célula S; correspondente.

Em diversos sistemas de codificacdo de voz [3-5] e imagem [6-8], a QV tem sido utilizada com sucesso, permitindo
elevadas taxas de compressdao. Em [3], a QV é aplicada a vetores com dez parametros LSF (line spectral frequencies), que sdo
dividos em duas partes, as quais sdo quantizadas separadamente — com uma quantizacdo realizada com 24 bits/quadro, obtém-
se uma distorcdo escpectral média de 1 dB e menos de 2% dos quadros de voz com uma distor¢do superior a 2 dB. Em [4] é
apresentado um algoritmo para projeto de quantizadores vetoriais preditivos fazendo uso de um conjunto de dicionarios de
descricdo multipla — a técnica é avaliada no cenario de canais com perdas de pacotes. O desempenho do algoritmo proposto é
avaliado em codificagdo de pardmetros LSF, considerando quadros de 20 ms de voz (160 amostras), representados por vetores
de dez parametros LSF. Chatterjee e Sreenivas apresentam em [5] um método de SVQ (split vector quantization) baseado em
funcdo densidade de probabilidade condicional. O método é desenvolvido assumindo que a distribuicdo da fonte LSF é uma
gaussiana multivariada. Além disso, os subvetores sdo quantizados sequencialmente de modo a explorar a correlagdo entre
eles. Com isso, sdo obtidos resultados superiores aos apresentados pela técnica SVQ convencional. Sasazaki et al. apresentam
em [6] um método de quantizacdo vetorial com tamanho de bloco variado usando dimensd@es fractais locais — 0 desempenho do
método é superior ao apresentado pela quantizacdo vetorial usando FGLA (Fuzzy generalized Lloyd algorithm) no tocante a
taxa de compressdo e qualidade da imagem codificada. Em [7] os autores aplicam a quantizacdo vetorial no dominio da
transformada wavelet discreta com o propdsito de comprimir imagens de tumores de pele. E realizado um estudo envolvendo
taxa de compressdo, tempo de compressdo e tempo de descompressdo, e sdo realizadas comparacbes de desempenho com
JPEG. Em [8] é considerado um problema relevante da quantizagdo vetorial: sua sensibilidade aos erros de canal, que podem
levar a bloqueamentos incdmodos nas imagens reconstruidas. Os autores combinam a diversidade em modula¢do com a técnica
de atribuicdo de indices (quantizacdo vetorial robusta), obtida por meio do algoritmo simulated annealing, para melhorar a
qualidade das imagens transmitidas por um canal com desvanecimento Rayleigh — a diversidade em modulagdo € usada para
reduzir a taxa de erro de bits e a atribuicdo de indices para reduzir o impacto visual dos erros de canal.

A QV também tem sido utilizada em outras aplicacGes, tais como, identificacdo vocal [9,10], esteganografia e marca
dagua digital [11,12]. Em [9] é proposta uma técnica (GVQ, group vector quantization) para treinar dicionarios voltados para
identificacdo de locutor. Na técnica, os dicionarios sdo projetados para grupo de vetores em vez de vetores individuais. E
realizada uma avaliacdo de desempenho envolvendo os algoritmos LBG (Linde-Buzo-Gray) e LVQ (learning vector
quantization). Os autores mostram que os diciondrios treinados com GVQ podem levar a uma taxa de identificacdo de
locutores maior que a obtida com dicionarios treinados com LBG e LVQ. Em [10] os autores apresentam um sistema de
identificacdo vocal baseado em quantizagdo vetorial (QV) paramétrica e modelos de Markov escondidos (HMMs, hidden
Markov models). A identificagdo/rejeigdo é realizada em duas etapas. A primeira, referente & QV, utiliza dicionarios de padrGes
acusticos de referéncia. A segunda, concernente a HMMs, apresenta-se como um refinamento da primeira. Foram utilizados
dois HMM s de referéncia para cada locutor, um para coeficientes cepestrais e outro para coeficientes delta cepestrais. Com o
esquema de identificacdo utilizado (pré-classificagdo em sexo, seguida de QV e possivel refinamento via HMM), foram
obtidas elevadas taxa média de identificacdo (97,8%) e confiabilidade (99,2%) e baixas taxas médias de falsa aceitacéo (0,8%)
e falsa rejeicdo (1,5%), considerando uma base de dados de 40 locutores. Em [11] é apresentado um esquema para esconder
informacgdes em imagem, o qual é capaz de esconder mdltiplas imagens secretas em uma imagem de cobertura de mesmo
tamanho. As imagens secretas sdo comprimidas usando quantizacdo vetorial e submetidas a uma criptografia, e escondidas
usando os bits menos significativos (LSB, least significant bits) dos pixels da imagem de cobertura (imagem host) As
qualidades das imagens secretas e das estegoimagens sdo boas para aplicacfes praticas. Chiang e Tsai apresentam em [12] um
método de esteganografia em imagens digitais. O método consiste em agrupar 0s vetores-codigo de um dicionario em
subclasses, de acordo com a similaridade. Resultados de simula¢do mostram que 0s autores conseguem aumentar a capacidade
de esconder bits sem sacrificar a qualidade da imagem.

O algoritmo Linde-Buzo-Gray (LBG) [13], também conhecido como Algoritmo de Lloyd Generalizado, constitui-se
na técnica mais utilizada para o projeto de dicionarios. Outras abordagens tém sido utilizadas em projeto de dicionarios, como
por exemplo: algoritmo de Kohonen [14] e outros algoritmos ndo-supervisionados [15-23]; relaxagdo estocéstica [24];
algoritmos fuzzy [25, 26].

Algoritmos de otimizacdo podem ser usados para melhorar o desempenho de quantizadores vetoriais. Dentre esses
algoritmos, podem ser citados os Algoritmos Genéticos (AG) [27]. Neste contexto, um AG recebe como entrada diciondrios
gerados por algum algoritmo de projeto de dicionarios e tenta obter um melhor dicionario mediante aplicagdes sucessivas de
operadores, tais como, recombinacdo (ou cruzamento) e mutacdo, em um processo evolutivo.

No presente artigo, um AG hibrido modificado € utilizado para a otimizacdo de dicionarios projetados com o
algoritmo LBG. O AG modificado é composto de um modulo de otimizacdo local. Especificamente, as solugdes encontradas
ao final de cada geracdo do AG sdo atualizadas de acordo com o método de Lee et al. [28], o qual consiste em uma versdo
acelerada do LBG. A estratégia de integracdo de mddulos de busca local a algoritmos evolutivos, como aqui se propde,
constitui-se em uma caracteristica inerente a Algoritmos Meméticos [29].

O artigo encontra-se organizado como segue: a Secdo 2 descreve o algoritmo LBG; a Secdo 3 descreve as
modificagdes realizadas na versdo acelerada do LBG; a Secdo 4 descreve o método de busca por distancia parcial (PDS)
empregado no algoritmo proposto para a reducdo da complexidade da busca pelo vizinho mais préximo na atualizagdo dos
diciondrios; a Secdo 5 introduz os conceitos e as questdes que envolvem o projeto de um Algoritmo Memético; a Segdo 6
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fornece a descricdo do algoritmo proposto para a otimizacdo de quantizadores vetoriais; finalmente, as Se¢des 7 e 8 apresentam
os resultados e as conclusdes obtidas da aplicacdo do algoritmo proposto a quantizacdo vetorial de imagens monocromaticas.

2. ALGORITMO LINDE-BUZO-GRAY (LBG)

Seja a iteragdo do algoritmo LBG denotada por n. Dados k, N e um limiar de distor¢éo ¢ > 0, o algoritmo LBG [13]
consiste nos seguintes passos:
Passo 1 (inicializagdo). Dados um dicionério inicial W, e um conjunto de treino X = {x,; m =1, ..., M}, facan=0e D_;= .
Passo 2 (particionamento). Seja W, o dicionario na n-ésima iteracdo e w;" o i-ésimo vetor-cddigo do dicionario. Atribua cada
vetor de treino (vetor de entrada) a uma classe correspondente (célula de Voronoi), de acordo com a regra do vizinho mais
préximo; determine a distor¢édo

D, =3 Yd(x, w'). "

i=1 x,€S;

Passo 3 (teste de convergéncia). Defina W, como o dicionario final e pare se (D,.; — D,)/D,.;1 < €; sendo, continue.
Passo 4 (atualizagdo do dicionario). Calcule 0s novos vetores-codigo como

w = e W), (2)
no qual C(V(w;") é o centroide da particdo V(w;"); faga Wy, « W,; faga n <— n+1 e volte para o Passo 2.

No algoritmo LBG, a fun¢do distorcdo decresce monotonicamente, uma vez que o diciodrio € iterativamente atualizado
visando satisfazer as condicdes de centrdide e de vizinho mais préximo. A distor¢do introduzida ao se representarem os vetores
do conjunto de treinamento pelos correspondentes vetores-codigo (centréides) é monitorada a cada iteracdo. A regra de parada
(teste de convergéncia) do algoritmo baseia-se nessa distor¢do monitorada — o treinamento do dicionério é encerrado quando
(Dpn.1 — D,)/D,1 < €. A velocidade de convergéncia do algoritmo e o desempenho do dicionario final dependem do dicionario
inicial [1, 13].

3. ALGORITMO LBG ACELERADO

O algoritmo proposto por Lee et al. [28] corresponde a uma modificagdo introduzida no algoritmo LBG, a qual, em
geral, resulta, para uma mesma inicializacdo, em um melhor dicionario. A modificacao diz respeito ao passo de atualizagdo do
diciondrio. Os primeiros vetores-codigo sdo dados ou calculados como os centroides das classes na parti¢do inicial. Em todas
as etapas subseqlentes, cada novo vetor-codigo ndo é mais determinado como o centréide de sua classe, mas sim por um dos
pontos na linha que conecta o vetor-cédigo atual com seu ponto refletido, passando pelo novo centrdide da classe, conforme
ilustra a Figura 1. O algoritmo LBG determina o ponto 2, correspondente ao novo centréide da classe, como 0 novo vetor-
cédigo. A proposta de Lee et al., ao utilizar uma abordagem do tipo look ahead, de escolher como novo vetor-c6digo um ponto
entre os pontos 2 e 4, visa acelerar a convergéncia do algoritmo LBG.

No método de Lee et al. 0 novo vetor-codigo é determinado da seguinte forma: novo vetor-cédigo = vetor-cédigo
atual +escala x (novo centrdide — vetor-cédigo atual), ou seja,

wt = w + seWwi) - w") 3)

em que s € a escala, w;" denota o vetor-codigo w; ao final da n-ésima iteracdo e C(V(w;")) é o centréide da particio V (w;").
Esse método demanda praticamente o mesmo esforgo computacional do algoritmo LBG para cada iteragdo.

Considerando o uso da distancia quadratica para a particao, Lee et al. mostraram experimentalmente que o algoritmo
por eles proposto converge mais lentamente em comparacdo ao algoritmo LBG convencional para s < 1. Quando 1 < s < 2,
converge mais rapido e resulta em um melhor desempenho em termos de erro médio quadratico. Quando s > 2 o algoritmo ou
ndo converge ou converge muito lentamente, com um desempenho ruim. Nas avaliacfes de Lee et al., quando o valor da escala
€ em torno de 1,8 esse método alcanca o melhor desempenho.

Para's = 1 o algoritmo de Lee et al. corresponde ao algoritmo LBG convencional.

4. BUSCA POR DISTANCIA PARCIAL (PDS)

No Passo 2 do algoritmo LBG (bem como no algoritmo LBG modificado, proposto por Lee et al. [28]), a
determinacgdo do vizinho mais préximo (VMP) consiste em selecionar, para um dado vetor de treino (vetor de entrada) x, o
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Figura 1: Atualizacdo de um vetor-cddigo pelo método de Lee et al. para-k =2.

vetor-cddigo que se apresenta como o mais semelhante (isto é, como o0 mais préximo), de acordo com um critério de distancia.
Determina-se 0 VMP de x calculando sua distancia a cada um dos N vetores-cddigo do dicionario e depois comparando essas
distancias de modo a encontrar o vetor-cddigo mais semelhante, ou seja, 0 vizinho mais proximo. No processo convencional de
busca total (full search) tem-se, portanto, N calculos de distancia e N — 1 comparagdes. A distancia euclidiana quadratica, isto
e,

d(x,wi)=Zk:(xj—Wij)2, @)

em que w;; é a j-ésima componente do vetor-codigo w; e x; € a j -ésima componente do vetor de entrada x, requer, para cada
calculo de distancia, k multiplicagdes, k subtracdes e k — 1 adi¢des. Portanto, para determinar o VMP de cada vetor de entrada,
kN multiplicacGes, kN subtrac@es, (k — 1)N adicGes e N — 1 comparagdes devem ser computadas.

O algoritmo de busca por distancia parcial, denotado por PDS (partial distance search), proposto em [30], constitui
uma das técnicas tradicionais para reducdo da complexidade computacional envolvida no processo de busca do VMP. O
algoritmo PDS decide que o vetor-codigo em questdo ndo representa o vizinho mais préximo se, para algum j < k, adistancia
acumulada (ou seja, a distancia parcial) para as primeiras j amostras do vetor de entrada é maior que a menor distancia até
entdo encontrada no processo de busca. Nesse caso, interrompe-se o célculo de distancia para esse vetor-codigo e inicia-se esse
calculo para o préximo vetor-codigo do dicionario. Nessa abordagem, o nimero de multiplicagdes por amostra é reduzido
significativamente. Observa-se, também, reducdo do nimero de subtragdes/adicGes por amostra. Apesar de o algoritmo PDS
introduzir um aumento do nimero de comparagdes, esse método reduz a complexidade global da busca do vizinho mais
préximo. A estrutura basica do algoritmo PDS é apresentada a seguir:

Omin = 00
FOR i=1TON
d=0
FORj=1TOk
d=d+ (x—wy)°
IF d > dy, THEN
Break
ENDFOR
Opin = d
VMP =w;
ENDFOR

No algoritmo PDS, d denota a distancia (distor¢ao), dp, representa a distancia minima (ou seja, a menor distancia até
entdo encontrada no processo de procura), X; denota a j.ésima componente do vetor de entrada k-dimensional x e w;; representa
a j-ésima componente do i-ésimo vetor-cédigo k-dimensional w;, i =1, ..., N.

5. ALGORITMOS MEMETICOS

Diversos métodos de hibridizacdo tém sido propostos para a integracdo de AGs a heuristicas de buscas locais em
problemas de otimizacdo. Uma das técnicas mais utilizadas de hibridizagdo consiste na aplicacdo de busca local a cada nova
solucéo gerada por um AG. Nessa abordagem, as solugdes séo “movidas” para 6timos locais antes de serem introduzidas na
préxima geragdo de solucdes. Gen e Cheng [31] ressaltam que a complementariedade dos AGs e dos métodos de buscas locais
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é condicionante para a superioridade da técnica hibrida em comparagdo com quaisquer dos métodos de busca aplicados
isoladamente. A combinacdo de busca local e busca evolutiva denotou-se por Algoritmo Memético (AM) em [32], baseado no
conceito de meme” introduzido por Dawkins em [33].

Radcliffe e Surry [34] observam que, se um otimizador local é integrado a um AG e aplicado a cada solucdo antes de
ser inserida na populacdo, inclusive na populacéo inicial, entdo tal algoritmo pode ser considerado como um caso especial de
busca genética no subespago de étimos locais, i.e., um AM. Ainda, notam que, se a recombinagdo e a mutacdo produzem
geralmente “proto-solucGes™ fora do subespaco de 6timos locais, o otimizador local, por sua vez, é capaz de “restaurar” essas
solugdes de tal forma que a solucéo a ser introduzida na populagéo pertenca novamente aquele subespaco. Esse cenario pode
ser melhor compreendido ao se observar a Figura 2: a recombinagdo de duas solugbes, X e Y , produz uma proto-solucéo, Z’,
fora do subespago de 6timos locais; o otimizador local, ao utilizar uma técnica de hill climbing, realiza 0 mapeamento Z° — Z,
i.e., move a proto-solugdo Z’ para o subespacgo de 6timos locais. Entretanto, em aplicagOes praticas, o custo da aplicacdo do
otimizador local & cada solucéo é bastante elevado, de forma que aspectos tais como a “intensidade de aprendizado” [35] —
quantidade de tempo computacional alocado em uma etapa de aprendizado individual— devem ser considerados.

Fitness @ Otimo local

A
.. (O Proto-solucéo

v

Espacode busca
Figura 2: Operagdo de um Algoritmo Memético em um subespaco de étimos locais.

5.1. ALGORITMOS MEMETICOS EM QUANTIZACAO VETORIAL

O LBG pode ser visto como um algoritmo de projeto de dicionarios o qual adota uma estratégia de busca hill climbing
[36]. Portanto, supde-se que a busca alcancara 6timos locais (partigdes sub-6timas). No entanto, abordagens estocésticas, tais
como AGs, podem ser utilizadas para procurar a parti¢do 6tima, uma vez que podem escapar de minimos locais. Considerando
a populagdo em um AG como sendo constituida de varios diciondrios, Franti [37] apresenta trés possibilidades para a
integracdo entre AGs e 0 LBG como um mddulo de busca local: (i) aplicar o LBG & saida do AG (AG + LBG); (ii) aplicar o
AG a saida do LBG (LBG + AG); e (iii) aplicar o LBG a todos os diciondrios presentes na populagdo. Também é possivel
adaptar o AG para QV sem o uso de técnicas integradas de hill climbing, tal como o LBG. Demonstrou-se, porém, que tais
AGs ndo possuem um bom desempenho em comparacdo com os AGS que utilizam conjuntamente um algoritmo de
agrupamento [37]. Uma vez que o LBG procura satisfazer as condi¢Ges de otimalidade requeridas pela QV [1], a sua
integracdo com AGs em algoritmos meméticos é considerada benéfica [36, 37].

6. O ALGORITMO PROPOSTO

O algoritmo proposto no presente artigo deriva da estratégia AG + LBG, em que um individuo é um dicionario
composto por N genes, 0s quais correspondem a N vetores-codigo. Entretanto, algumas diferencas podem ser apontadas, ao
compara-lo com os métodos descritos em [37]:

i modificou-se a estratégia de recolocacdo de forma a aceitar todos os filhos que representam melhores solugdes em
relagdo aquelas j& conhecidas;

ii.  com probabilidade 1 — p,. (em que pqc € a probabilidade de aceitacdo), rejeitam-se as soluges produzidas que ndo
obtiverem ganhos sobre o pior individuo presente na populagdo. Quando aceito, um filho ird sempre substituir o pior
individuo;

iili.  substituiu-se o algoritmo LBG convencional pela versdo acelerada proposta em [28] para 0 médulo de otimizagdo
local; e (iv) em vez de aplicar o LBG acelerado ao melhor individuo a cada geracdo, aplica-se o algoritmo a nova
solucéo gerada.

A Figura 3 ilustra o processo geral realizado pelo otimizador hibrido evolutivo proposto neste trabalho. As
justificativas para as modificacdes sdo descritas nos paragrafos seguintes.

As modificagbes (i) e (ii) estdo relacionadas a probabilidade de aceitacdo (pac). Para pac = 0, essa estratégia de
recolocacdo equivale a uma busca genética gulosa [38, 39], enquanto p,c = 1 faz com que a estratégia seja aquela

1 . . . P 5 . I
Um meme é descrito por Dawkins como uma “unidade de evolu¢do” que compete com seus alelos (i.e., memes rivais) por recursos
(i.e., tempo e espago) nas “maquinas de sobrevivéncia” (i.e., cérebros).
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implementada no AG candnico (aceitam-se todos os filhos) [31]. Esse parametro adicional fornece um controle mais preciso
dos niveis de diversidade do AG, garantindo que boas solucdes ndo sejam rejeitadas. Essa modificacdo foi amplamente
investigada em Leung et al. [40], sendo também utilizada para treinar redes neurais do tipo Perceptron multi-camadas (MLP —
multilayer Perceptron) naquele trabalho.

A modificacdo (iii) constitui a principal contribuicdo do presente trabalho, pois leva a melhores dicionarios em um
menor nimero de geracBes em relacdo a estratégia AG + LBG convencional, conforme apresentado na Secéo 7.

Método de recolocagdo de Leung et al

1
Projeto dos 1 Selegdo Operadores  niteragbes H
dicionarios i proporcional  genéticos de Lee et af i
| 2o PSNR !
[ i | | i
: :
W, T O - :
H el » Pai, - H
N £ :
W, T ﬂ H oo I Dicionario
: i E . %: i otimizado
I Q » Pai; I
Wiy e !
| I | :
i i
1 1
1 1
1 1
i i

Modulo Otimizador Evolutivo Hibrido
Figura 3: O método proposto para otimizacédo de dicionarios da QV.

Finalmente, justifica-se a modificacdo (iv) mediante os objetivos de manter a diversidade e acelerar a convergéncia: em
aplicacbes de AGs, o controle de diversidade é comumente realizado por meio do ajuste da taxa demutacdo [31], i.e., a
freqiéncia de aplicacdo do operador de mutagdo sobre o filho gerado. Nesse sentido, a integra¢do do método de Lee et al. ao
AG pode ser considerada como a concepc¢do de um mddulo de otimizacdo local, o qual contribui para a obtencdo de um maior
nivel de diversidade. A versdo acelerada do LBG [28], quando comparada ao algoritmo LBG convencional, em geral, produz,
em um menor nimero de iteracdes, dicionarios que levam a uma menor distor¢do dos sinais quantizados. Portanto, espera-se
que as aplicagdes do método de Lee et al. no AG melhorem as solugdes geradas, de tal forma que um individuo tenha maiores
chances de representar uma solugdo mais apta do que aquelas representadas pelos dicionarios que o geraram. Cumpre
mencionar que a estratégia descrita na modificagdo (iv) foi utilizada em [36] para o projeto de dicionarios, levando a resultados
adequados. Os demais mecanismos do método proposto sédo explicados a seguir:

Inicializacdo — Denota-se a populagéo inicial utilizada como o conjunto P = {W; ..., Wi} de dicionarios iniciais
projetados, em que |P| = psize denota o tamanho da populagdo. Neste trabalho, experimentou-se 0 método proposto com dois
tipos de populagdo: a primeira projetada com o LBG convencional e a segunda projetada pelo método de Lee et al. [28]. Nos
dois casos, o limiar de distorcéo utilizado € = 10°°.

Selecdo para a reprodugdo — Adota-se uma estratégia de sele¢do proporcional ao fitness, conhecida como método da
roleta (roulette wheel): a populacdo é ordenada pelos valores de fitness dos individuos e dois pais sdo escolhidos com
probabilidade proporcional aos seus respectivos fitnesses, em um cendrio de simulacdo estocastica. Operadores genéticos —
Para a recombinacdo dos pais, implementa-se um operador generalizado de cruzamento da seguinte forma: primeiro, um
namero inteiro aleatorio, segsize, é amostrado do conjunto {1 ..., N/2}, em que segsize denota um tamanho de segmento de
genes e N é o nimero de genes (vetores-cddigo). Entdo, para cada bloco composto por segsize genes, escolhe-se aleatoriamente
0 bloco correspondente a um dos pais, compondo os genes do filho. Esse processo segue até que N genes tenham sido
selecionados. Observa-se que esse algoritmo equivale a um cruzamento uniforme quando segsize = 1 e a um cruzamento de um
ponto quando segsize = N/2 com o ponto de locus na metade do cromossomo. Para a mutacgdo, seja u uma varidvel aleatoria
uniforme no intervalo [0,8; 1,2]. Entdo, realiza-se o produto entre o valor escalar u € um gene escolhido aleatoriamente com
probabilidade pmut.

7. RESULTADOS

O desempenho dos métodos de otimizacdo foram analisados usando as seguintes imagens 256 x 256 pixels,
monocromaticas, originalmente codificadas a 8 bpp: Boat, Barbara, Clock, Elaine, Goldhill, Lena, Mandrill, Peppers e Tiffany
(Figura 4). Em todos os experimentos, para uma dada imagem e um N fixo, foram utilizados os mesmos dicionarios iniciais e
limiar de distorcdo & = 10°. Foram geradas duas populacdes iniciais compostas por 20 dicionarios para cada experimento: a
primeira com dicionarios projetados pelo algoritmo LBG convencional e a segunda com dicionérios projetados pelo algoritmo
de Lee et al. com um fator de escala fixo em s = 1,8. Especificamente para 0 método proposto, escolheu-se pac = 0,1 e
realizaram-se as simulagdes variando o ndmero de aplicagdes do mddulo de otimizagdo local de Lee et al. emn=1,2 e 3.
Utilizaram-se, ainda, os seguintes valores para os parametros comuns em ambos 0s métodos em estudo: taxa de mutacdo igual



Learning and Nonlinear Models - Revista da Sociedade Brasileira de Redes Neurais (SBRN), Vol. 6, No. 1, pp. 3-15, 2008
© Sociedade Brasileira de Redes Neurais

a 0,2, taxa de recombinacdo igual a 1 (filhos sdo sempre produzidos a cada geracdo) e um nimero maximo de 500 geragdes
para os métodos confrontados. O valor da Relacdo Sinal-Ruido de Pico (PSNR) foi usado para medir a qualidade objetiva das
imagens reconstruidas com os dicionarios produzidos e utilizado como funcéo de fitness nos AGs. A funcdo Peak Signal-to-
Noise Ratio (PSNR) é computada como

PSNR = 10xlog;o(255/MSE), ®)
em que

1 N 2
MSE = x X, —w,|[ . (6)

Note-se que 255 representa o valor de pico para imagens monocromaticas originalmente codificadas a 8 bpp. Ainda, vé-se que
guanto menor o valor do MSE, maior o valor indicado pela medida PSNR, medida em dB.

A abordagem proposta, assim como os demais métodos, foi implementada utilizando a linguagem de programacéo
C++ e compilador GNU Compiler Collection (GCC). Todas as simula¢Bes foram realizadas em PCs equipados com
processadores Athlon AMD64 com 1 GB de meméria RAM e sistema operacional Windows XP.

(1) Tiffany.

Figura 4: Conjunto de imagens de treino.
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O quantizador vetorial foi projetado com dimenséo k =16, o que corresponde ao uso de blocos de 4x4 pixels. Por sua
vez, utilizaram-se os tamanhos de dicionario N = 32, 64, 128, 256 e 512, correspondendo as taxas de codificacdo de 0,3125,
0,375, 0,4375, 0,5 e 0,5625 bpp. A Tabela 1 apresenta os resultados obtidos apds 50 experimentos com cada abordagem
considerada para a imagem Lena, em que foi utilizado um fator de escala s = 1,5 em uma aplicacdo de Lee et al. no método
proposto. Nesse exemplo, a populacéo inicial foi projetada com o LBG convencional.

Tabela 1: Valores médios de PSNR (em dB) obtidos a partir de 50 experimentos com a imagem Lena.

N LBG AG + LBG Proposto
32 26,59 26,69 26,70
64 27,71 27,91 27,91
128 28,80 29,07 29,11
256 29,90 30,55 30,73
512 31,11 32,33 32,62

Observando a Tabela 1 nota-se que o método proposto superou as técnicas convencionais investigadas. Além disso, o
aumento do tamanho do dicionario (N) leva a ganhos maiores ao se utilizar o AG proposto.

Um estudo experimental também foi conduzido para ajustar o valor do fator de escala (s) usado nas simulagdes. Para
essa tarefa, valores do fator de escala do conjunto {1,1; 1,2; ..., 2,0} foram testados para cada combinagdo de imagem e
tamanho de dicionario (N). Os resultados para os melhores valores do fator de escala e os respectivos ganhos obtidos, em
termos de PSNR, em relagdo aos dicionérios iniciais (populacédo inicial) projetados com o LBG para imagens codificadas a
0,5625 bpp, sdo apresentados na Tabela 2. Com a utilizacdo do método proposto, alcangaram-se 0s maiores ganhos médios
para as imagens Clock, Lena, Peppers, Tiffany, Boat e Elaine: em relacdo ao melhor diciondrio presente na populagdo inicial,
0s ganhos obtidos variaram de 1,10 a 1,58 dB, enquanto, em relacdo ao valor médio de PSNR obtido nos experimentos com a
abordagem AG + LBG, o0s ganhos obtidos com o método proposto variaram de 0,20 a 0,33 dB.

Tabela 2: Ganhos médios (em dB) do método proposto sobre os demais para os melhores valores do fator de escala (s)
utilizados nas imagens quantizadas a 0,5625 bpp.

Imagem Ganho (dB)
LBG AG + LBG
Barbara (s = 1,2) 0,62 0,15
Boat (s =1,4) 1,12 0,21
Clock (s=1,1) 1,58 0,33
Elaine (s =1,3) 1,10 0,20
Goldhill (s =1,2) 0,50 0,00
Lena (s=1,5) 1,50 0,29
Mandrill (s =1,1) 0,39 0,05
Peppers (s =1,2) 1,49 0,26
Tiffany (s = 1,5) 1,47 0,27

A Figura 5 mostra a evolucdo de PSNR realizada pelo método proposto e pela estratégia AG + LBG para a imagem
Lena com taxa de codificacdo 0,5625 bpp. Observa-se que, ao fim de 500 geragdes, 0 método proposto alcangou um valor
médio de PSNR (ap6s 50 experimentos) para a imagem reconstruida de 32,62 dB, enquanto o método AG + LBG alcangou um
valor de 32,33 dB. A Figura 5 também mostra que, apos cerca de 257 geragdes, o valor de PSNR obtido pelo método AG +
LBG estabiliza-se. O método proposto, por sua vez, requer apenas 161 geracdes para alcangar 0 mesmo resultado (32,33 dB)
obtido pelo método convencional. Considerando as gera¢des nas quais 0 método AG + LBG estabiliza, vé-se que o método
proposto apresenta uma reducdo média de 37% em relacdo ao nimero de geracBes necessarias para alcangar um resultado
equivalente ao desempenho obtido pelo método AG + LBG.

Por sua vez, a Figura 6 mostra o efeito da variagdo do pardmetro fator de escala (s) para a imagem Peppers codificada
a 0,5625 bpp. Os resultados mostram que o método proposto obtém paral, 0 < s < 1,6 melhores valores médios de PSNR em
relagdo ao método AG + LBG. Altos valores de s sugerem que hd uma quantidade excessiva de perturbacdo no processo
evolutivo, afetando negativamente a velocidade de convergéncia. Ainda assim, para s > 1,6, o0 método proposto melhora os
diciondrios iniciais projetados pelo algoritmo LBG.

Tabela 3: PSNR (em dB) médio nas populagdes iniciais utilizadas para as imagens Clock e Tiffany a 0,4375 e 0,5 bpp.

Populagéo
magem N Pop | Pop II
Clock 128 29,47 29,77
256 30,90 31,32
Tiffany 128 32,40 32,72
256 33,61 34,15
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A Tabela 3 apresenta os valores médios de PSNR das imagens Clock e Tiffany reconstruidas a partir dos dicionarios
presentes na populacgdo inicial do método proposto, projetados com o LBG (Pop 1) e com o algoritmo de Lee et al. (Pop I1).
Percebe-se que os dicionarios projetados utilizando o método de Lee et al. levam a imagens reconstruidas com valores de
PSNR mais altos em comparacdo com algoritmo LBG.

A Figura 7 ilustra o efeito de inicializar o método proposto com dicionarios projetados pelo algoritmo LBG e pelo
método de Lee et al. para a imagem Clock codificada a 0,5625 bpp utilizando duas aplicacdes de Lee et al. como o médulo de
otimizagdo local do AG. Da Figura 7, observa-se que a curva que representa o valor médio de PSNR para a populagéo Pop I
inicia acima da curva para a populagdo Pop I. Ainda, ao longo do processo evolutivo, na média, observa-se que a evolucédo da
populagdo Pop | obtém, por volta da geracdo de nimero 125, individuos de aptiddo média equivalente a evolugao da populagao
Pop Il. Entretanto, vé-se que, conforme o nimero de geragBes aumenta, o ganho da populagdo Pop Il cresce, alcancando o
valor de 0,13 dB ap6ds 500 geragdes.
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Figura 5: Evolugdo média do PSNR da imagem Lena com N = 512 calculada a partir de 50 experimentos independentes.
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Figura 6: Efeito da variacdo do fator de escala no PSNR final da imagem Peppers com N = 512,

Os resultados apresentados na Tabela 4 mostram que alimentar o AG proposto com uma populagcdo composta de
dicionarios projetados com o método de Lee et al. pode ou ndo levar a maiores ganhos médios (em termos de PSNR final)
quando se compara com a inicializacdo a qual utiliza dicionarios projetados com o algoritmo LBG convencional. O ganho
dependera do tamanho do dicionario e do ndmero de iteragdes do modulo de otimizacédo local utilizado no processo evolutivo.
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Para tamanhos de dicionarios menores que 512, a evolucdo do método proposto é beneficiada se o algoritmo for inicializado
com dicionarios projetados por Lee et al. Para N = 512, 0 método obtém ganhos (em termos de PSNR final) se o nimero de

aplicac6es do médulo de otimizagdo local for maior que 1.
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Figura 7: Evolucdo média obtida pelo método proposto com as duas populagdes iniciais utilizadas para a imagem Clock
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Figura 8: Evolucdo média obtida pelo método proposto em relacdo ao nimero de iteracfes do algoritmo de Lee et al. para a

imagem Clock codificada a 0,5625 bpp.

Tabela 4: Valores de PSNR (em dB) obtidos variando o nimero de iteracdes de Lee et al., o tamanho dos dicionérios e a

populacéo inicial para a imagem Clock.

Populagdo IteracOes N
256 512
1 30,45 32,47
Pop | 2 30,65 32,41
3 30,71 32,45
1 30,46 32,25
Pop Il 2 30,75 32,54
3 30,77 32,49

O estudo do efeito de elevar o nimero de aplicagbes do mddulo de otimizacéo local no método proposto pode ser
observado na Figura 8 para a imagem Clock codificada a 0,5625 bpp. Baseado nesse estudo, recomenda-se que duas iteracdes
de Lee et al. sejam utilizadas no método proposto para a obtengdo de melhores dicionarios em estagios incipientes do processo
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evolutivo. O uso de mais iteracdes ndo é recomendado, visto que 0 método pode ou ndo obter ganhos em termos de PSNR em
relacdo a duas iteracfes. Adicionalmente, o custo computacional ndo justifica os pequenos ganhos obtidos com trés aplicacdes.

Por fim, observou-se que a introducéo do algoritmo PDS no Passo 2 do algoritmo LBG e do algoritmo de Lee et al.
(ou seja, nos modulos de otimizacgdo local) — reduziu o tempo médio de simulacdo em torno de 15%. Por exemplo, para a
imagem Tiffany codificada a 0,5 bpp, 0 médulo otimizador hibrido evolutivo gastou 233 segundos, em média, quando a busca
do vizinho mais proximo foi realizada com a busca total, enquanto que gastou 204,2 segundos, em média, com a
implementacdo do algoritmo PDS, considerando todas as 500 gera¢des em um ambiente computacional Windows XP,
processador AMD 64 e 1GByte de memoéria RAM.

8. CONCLUSAO

O presente artigo apresentou uma abordagem hibrida evolutiva para a otimizacdo de dicionarios para quantizacdo
vetorial de imagens, mediante o uso de iteracdes de Lee et al. em vez do LBG convencional como um novo médulo de
otimizacdo local em um AG modificado. Resultados de simulacdo mostram que o método proposto otimiza dicionarios de
entrada gerados com algoritmos de projeto de dicionarios. Especificamente, 0 método produziu, em estagios incipientes do
processo evolutivo, melhores dicionarios, os quais sdo utilizados para reconstruir imagens com valores médios de PSNR mais
altos em relagdo a abordagem AG + LBG. Observou-se, ainda, que o uso de duas iteracdes do método Lee et al. introduz o
melhor custo-beneficio em termos de velocidade de convergéncia, PSNR final e tempo de simulagdo. Ainda, recomenda-se
utilizar o método de Lee et al. para projetar os dicionérios iniciais a serem otimizados pelo método proposto. Finalmente,
atestou-se o beneficio da integracdo do algoritmo PDS ao método proposto como forma de reduzir a complexidade
computacional do otimizador como um todo, provendo um menor tempo médio de otimizagdo dos dicionarios de entrada.

A abordagemapresentada possui algumas ressalvas, dentre elas, a necessidade de determinagdo a priori de valores
apropriados do fator de escala para 0 método de aceleracéo de Lee et al. na etapa de otimizacdo local dos dicionarios. Como
demonstram os resultados, escolhas de valores inapropriados para o fator de escala podem resultar em um pior desempenho
para a abordagem proposta em realacdo a abordagem AG + LBG convencional. Sugere-se, portanto, a utilizacdo de algoritmos
auto-adaptativos que possam realizar o ajuste da escala durante o processo evolutivo.

Estudos futuros devem considerar a investigacao de um critério de parada baseado na convergéncia do algoritmo. Os
trabalhos correntes dos autores incluem a investigacao de um AG baseado em terreno [41] para derivar heuristicas que ajustem
o0 parametro do fator de escala (s) do algoritmo de Lee et al. durante o processo evolutivo.
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