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Resumo- Neste artigo propomos um modelo fuzzy que faz uso de funces de base ortonormais calculadas através de
informacdes provindas da analise multifractal de séries temporais. Para obtencdo das funcfes de base ortonormais, utilizamos a
funcdo de autocorrelacdo de processos multifractais e deduzimos uma expresséo analitica para o pélo de Laguerre que constitui
essas fungdes. Em seguida, nos focamos no desenvolvimento de um algoritmo adaptativo de treinamento para o modelo fuzzy-
FBO (Funcdes de Base Ortonormais) que denominamos de ARFA (Agrupamento Regressivo Fuzzy Adaptativo). Avaliamos
entdo o desempenho de predicdo de trafego de redes do modelo fuzzy-FBO adaptativo com relacdo a outros preditores. Tendo
como base a predigdo obtida com o modelo fuzzy-FBO treinado com o algoritmo ARFA, apresentamos um novo esquema de
alocacdo de banda para trafego de redes. Através de simulagdes mostramos que este esquema de alocacgao de banda se favorece
do eficiente desempenho de predicdo do modelo fuzzy proposto. Comparagdes com outros esquemas de alocagdo de banda em
termos de taxa de perda de bytes, utilizac8o do enlace, freqiiéncia de sinalizacdo e ocupacéo do buffer comprovam a eficiéncia
do esquema proposto.

Palavras Chaves- Modelo Fuzzy, Fungdes de Base Ortonormais, Predigdo de Trafego, Calculo de Banda, Trafego
Multifractal.

1 Introducéo

A modelagem fuzzy tem sido bastante empregada em varios campos de pesquisa desde que a teoria fuzzy foi inicialmente
desenvolvida [1]. A razdo para estas pesquisas € que os modelos fuzzy possuem certas vantagens com relacdo a determinados
sistemas sobre modelos lineares, como por exemplo, na descricdo de processos reais desconhecidos, com caracteristicas néo-
lineares e variantes no tempo, como o trdfego de redes [2]. Entre os modelos fuzzy propostos, particularmente o modelo
nebuloso descrito em [3] é capaz de descrever um sistema desconhecido usando um pequeno nimero de regras nebulosas como
o faz 0 modelo de Takagi e Sugeno [4] e é de facil de implementacdo como o modelo de Sugeno e Yasukawa [5]. Porém, estes
trabalhos ndo apresentam algoritmos adaptativos de treinamento para os modelos fuzzy, ou seja, para modelagem de uma série
temporal sdo necessarios todos as amostras da série em questdo. Algoritmos adaptativos sdo mais adequados para aplicacdes
multimidia em tempo real nas redes atuais devido ao processamento mais rapido das informagdes [6]. Tendo em vista isso,
apresentamos uma nova modelagem fuzzy com fungdes de base ortonormais (FBO) que através do algoritmo proposto ARFA
(Agrupamento Regressivo Fuzzy Adaptativo) cria adaptativamente agrupamentos fuzzy a medida que dados de trafego de
entrada séo disponibilizados, sendo capaz de prever eficientemente o trafego de redes.

Na busca de uma descricdo mais completa do trafego de redes, modelos multifractais tem sido empregados [7] [8]. A
modelagem multifractal generaliza os conceitos envolvidos com processos monofractais. Processos multifractais apresentam
além de dependéncia de longo prazo, diferentes leis de escala, sendo dessa forma mais abrangentes [9]. A dependéncia de
longo prazo, presente nas séries de trafego e que tem importante impacto no desempenho de redes [10], pode ser constatada
pelo decaimento lento da funcédo de autocorrelagdo dessas séries temporais. Assim, apresentaremos neste artigo uma expressao
analitica para a funcdo de autocorrelagdo de fluxos de trafego multifractal que sera utilizada na modelagem fuzzy proposta.

Algumas propostas de alocacdo de banda para fluxos de trafego baseadas em predicdo realizadas por redes neurais e
fuzzy merecem atencdo pois mostram que o controle preventivo de trafego pode ser bastante eficiente, uma vez que 0 mesmo
tenta reduzir o congestionamento antes que este acontega e se adapta bem as variages bruscas do trafego de redes [11][12].

Neste trabalho, apresentamos um novo esquema de alocagéo de banda onde inserimos o preditor fuzzy proposto o qual
faz uso de funcgdes de base ortonormais calculadas a partir da fungdo de autocorrelagdo do processo de trafego. O artigo esta
organizado da seguinte forma: na secdo 2, descrevemos a modelagem fuzzy TSK (Takagi-Sugeno-Kang), fazendo conexao com
as funcdes de base ortonormais de Laguerre. Na se¢do 3, introduzimos alguns conceitos da analise multifractal, obtemos a
funcdo de autocorrelagdo de um processo multifractal e ainda deduzimos uma equacéo para o pdlo utilizado no calculo das
funcdes de base ortonormais. Na secéo 4, desenvolvemos um algoritmo de treinamento adaptativo para o modelo fuzzy-FBO
proposto. Mais especificamos na secdo 4.2, comparamos o desempenho de predicdo do modelo fuzzy-FBO com outros
existentes na literatura. Na sec¢do 5, empregamos o preditor proposto em um novo esquema de alocacdo de banda, verificando
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sua eficiéncia em relacdo a outros esquemas que também usam predicdo em sua composicdo. Por fim, na secdo 6,
apresentamos as conclus@es obtidas.

2 Modelagem Fuzzy TSK

Modelos fuzzy tém sido eficientemente empregados na modelagem de sistemas uma vez que sdo aproximadores universais.
Estes modelos podem ser divididos em 3 classes: Modelos linguisticos (Modelos de Mandani) [13], Modelos relacionais fuzzy
[13] e Modelos do tipo Takagi-Sugeno [4][14]. Na modelagem fuzzy, as informacdes das séries temporais sdo divididas em
clusters (agrupamentos), onde cada cluster é descrito por um modelo local. O modelo fuzzy TSK (Takagi-Sugeno-Kang)
representa um determinado processo pela combinacdo de modelos locais AR (Auto-Regressivos) via regras fuzzy [4].
Tipicamente, um modelo fuzzy TSK consiste de regras fuzzy do tipo SE-ENTAO que tem a seguinte forma:

Regra Ri:{Se x € A e x é' AG), X%, € A(G))

~ i i (1)
Entdo h' = f, (X, X,,...,X,;8")

para 1 =1,2,...,C, onde C é o nimero de regras, A} (éji) ¢ o conjunto fuzzy da i-ésima regra para a entrada X; com o
conjunto de parametros éji para j=1,2,...,N e a'= (ag,al‘,...,a;) é o0 conjunto de parametros das partes conseqlientes
das regras R'. As partes consequentes de cada regra R’ , OU seja, a saida de cada regra nebulosa é uma expressao do tipo
h' = f.(X,X;,...,X,;a@") . Neste trabalho, assume-se que as funcdes de pertinéncia A} (9}1, 6’;2) s&o gaussianas dadas pela
seguinte equacéo:

o (x; - 6},)?

Al (0,,,0.) = exps———21"— )
J ji1rij2 2 !
2(6;,)

logo 6’}1 e 6’}2 sd0 parametros ajustaveis da fungio de pertinéncia | da regra fuzzy i. O emprego de fungBes gaussianas
como funcgdes de pertinéncia nos auxiliara na obtencdo das equacdes de atualizacdo dos parametros das partes conseqientes,

conforme sera ressaltado na se¢do 4.1. A saida Y do modelo fuzzy TSK é obtida através das regras fuzzy R’ pela seguinte
equago:

ihiwi
y=‘t— )
Wl

onde h' ¢ asaidada i-ésimaregrae w' = H A} (9}1,9}2) é o ativador da 1 -ésima regra. Nesta modelagem, os parametros
S

das partes de premissa (isto &, 02' ) e das partes consequentes (éi ) devem ser determinados.

2.1 Fungdes de Base Ortonormais em Modelagem Fuzzy
Nesta se¢do, abordaremos alguns conceitos envolvendo funcGes de base ortonormais e sua relagdo com a modelagem fuzzy.

Para um sistema ndo-linear com memoria finita, podemos representar sua relagio G de entrada-saida (u(Kk), y(k))
através de um modelo nao-linear de média mével (NLMA- Non-Linear Moving Average) como [15]:

y(k) =Gk =1),...,u(k —v)). @)

O sinal de entrada U(K) do modelo (4) pode ser considerado como o desenvolvimento da seqiiéncia U(K) em uma
base tal que a entrada j seja dada por:

u; (k) = @0 (@ Hu(k) =g u(k) =u(k - j), (5)
onde ! ¢ o operador de deslocamento com Q@) =g

No modelo NLMA, a saida de um sistema é modelada com arbitraria precisdo de acordo com o nimero de funcGes de
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base. Muitas vezes é necessario um namero elevado de funcbes para se atingir determinada precisdo pelo modelo. Uma
maneira de reduzir o nimero de funcbes de base, dado um determinado erro desejado, é inserindo conhecimento a priori da
dindmica do sistema no calculo das fungdes de base [16] [17]. As fun¢des de base ortonormais de Laguerre tem sido
freqlentemente utilizadas com esse intuito [15] [18].

A base de Laguerre é usada em varios contextos de identificacdo e controle de sistemas ndo-lineares [15] [18]. Neste
trabalho, adotamos a base de Laguerre especialmente porque esta é completamente parametrizada por um Unico pélo, o pélo de
Laguerre P . O conjunto de fungdes de transferéncia associadas a esta base é dada pela seguinte equagao:

i p? @ -p™
ma (q ) _ 1 J_ly---yn (6)
) (1 C(@-pg?)
onde pe{P :—1< p <1} € o pdlo das fungdes de Laguerre (base de Laguerre). Pode-se notar que fazendo p =0 em (6),

resulta na base @ .. | (™) =q’. Portanto, a base D g (@) =q ¢éum caso especial da base de Laguerre.
A saida do modelo expressa por (4) pode ser reescrita como:
y(k) = H(,(k),....1,(k)). (7)

_ -1 L o . ) , ~
onde I;(k) = @ .. ;(q)u(k) éaj-ésima funcéo de Laguerre no instante de tempo K, N é o nimero de funcdes de base

utilizadas e H é um operador ndo-linear. Note que a operacio ndo-linear correspondente a H pode ser realizada através da
modelagem fuzzy.

As funcdes de Laguerre | i (k) s&o recursivas e podem ser obtidas por equagdes de estado da seguinte forma [15]:
I(k +1) = Al(K) +bu(k) ®)
y(k) =H((k)) 9)

onde I(k) =[l,(k)...I.(K)]". A matriz A e o vetor b dependem da ordem do modelo N e do valor do pélo P como
segue [16]:

P 0 0 .0
1-p? p 0 .. 0
(-p)(1-p?) 1-p? p .. 0

A= . . : .. : 10

p)"(1-p°) p)"(1-p*) p)"*@A-p) ... p

b=y@-p) -p p)* ... p)"T (11)

O modelo no-linear representado pelas equagdes (8) e (9) consiste de um mapeamento linear entre a entrada U(K) e as
fungdes de Laguerre |; (k) , mais o mapeamento entre | (k) e a saida do sistema y(k). Obtém-se dessa forma, um modelo
mais preciso do que o modelo NLMA tradicional com o0 mesmo nimero de fungdes.

Dado um ndmero de funcbes de Laguerre N (ordem do modelo), a estimagdo de um valor adequado para o pélo p da

base ortonormal acarreta uma melhor representagdo do sistema a ser modelado. Objetivamos introduzir informagdes a respeito
do comportamento multifractal dos processos de trafego no calculo do pélo P . Assim, abordaremos o comportamento

multifractal de processos estocasticos na proxima segao.

3 Analise Multifractal

A descricdo do comportamento local de medidas e fungfes em uma forma geométrica e estatistica € de interesse da analise
multifractal [19]. Na analise multifractal verifica-se 0 comportamento em escala de momentos estatisticos dos processos para
estimar suas regularidades locais [20][21]. Através de ferramentas da analise multifractal algumas propriedades encontradas
em processos reais podem ser verificadas. O trafego de redes, por exemplo, ao ser considerado multifractal significa que possui
uma estrutura de forte dependéncia inerente entre as amostras, com incidéncia de rajadas em vérias escalas [21]. Estas
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caracteristicas podem degradar o desempenho de rede em relagdo a fluxos de trafego Gaussianos e de curta-dependéncia [19].
Definimos processos multifractais a seguir.

Definigdo 1 Um processo estocastico X (t) € multifractal se satisfaz a equagéo:
E(X(®)]") = c(a)t™ @™ (12)

ondeteT e qeQ, T e Q sdointervalos naretareal, 7(q) e ¢(q) sdo fungdes com dominio Q . Normalmente, assume-
seque T e Q tenham comprimentos positivos, e que 0 €T, [0,1] < Q . A Definigdo 1 descreve a ‘multifractalidade’ em

termos de momentos estatisticos, onde 7(Q) e €(q) sdo conhecidos como a fungéo de escala e o fator de momento de um
processo multifractal, respectivamente.

Os tragos de trafego reais apresentam suas propriedades multifractais caracterizadas pela fungfo de escala 7(Q) e o
fator de momento €(q), conforme se pode observar pela equagio (12). Assim, um modelo multifractal deve capturar estas
duas propriedades multifractais. Isto pode ser obtido pelo produto de uma cascata multiplicativa ,u(Atk) e uma variavel
aleatéria i.i.d positiva Y em cada intervalo de tempo At, [22]. A varidvel Y é independente da medida da cascata ,u(Atk) ,

entdo a série obtida denotada por X (Atk) satisfaz a seguinte equacdo:
E(X (At,)") = E(Y )E(u(at)*) = E(r)ae @), (13

onde 7,(q) = 7(q) +1.

A partir disto, comparando (12) e (13) temos que as variaveis R e Y devem ser escolhidas de forma a atender as
seguintes equacoes:

—log,(E(R?)) = 7,(q) (14)
E(YY) = c(q) (15)

A funcglo de escala pode ser precisamente modelada ao assumirmos que R é uma variavel aleatéria em [0,1] com
distribuicdo beta simétrica Beta(x , ), ¢ > 0 [22]:
I'a)'2a+Qq)

(16)
I'Ra)l'(ax+Qq)

7,(q) = log,

onde I"(.) corresponde a fungio Gama.

Consideremos Y como sendo uma variével aleatdria cuja distribui¢do seja lognormal e definida pelos pardmetros o e

pq+72q2/2

y e momento E(Y q) =e . Assim sendo, um processo multifractal pode ser descrito por 3 parametros (&, p, 7).

apresentando média £ e variancia o’ dadas respectivamente por [22]:

p=er7 (17)
N
o2 =2’ (ai_z:/l'zj _g2r+’ (18)

Os parametros «, y e p para um processo multifractal podem ser atualizados adaptativamente através dos valores
das fungdes 7(q) e ¢(q) . Um método de estimagao destas fungdes baseado na equagdo (12) é descrito em [23].

3.1 Funcédo de Autocorrelacdo para Processos Multifractais

Pode-se constatar pela funcdo de autocorrelagdo de um processo, a presenga ou ndo de dependéncia de longo prazo entre as
amostras (decaimento lento da funcdo de autocorrelacdo). Além disso, a fungdo de autocorrelacdo reflete a estatistica de
segunda ordem de uma série temporal. A partir das propriedades da modelagem multifractal apresentada na secdo anterior
podemos obter a funcdo de autocorrelacdo de um processo multifractal de forma analitica.
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Teorema 1 Seja o processo multifractal X (n) discreto no tempo com pardmetros o, pe y. A fungdo de
autocorrelagdo deste processo para os instantes de tempo N e K, é dada pela seguinte equacéo [22]:

a+l
a+1/2

4 o
2| ala+])" % (19)

E[X (n), X (n+K)] = e (@+1/2)"

onde N =1log,(N,) e N, éa quantidade de amostras do processo.

Prova: Ver Apéndice A

3.2 P6lo do Modelo Obtido a Partir da Funcdo de Autocorrelacdo para Processos

Multifractais
Nesta se¢do, introduzimos uma expressdo analitica para o p6lo P utilizado no calculo das fungbes de base ortonormais.

Propomos a aplicacdo da modelagem fuzzy na implementacio do operador ndo-linear H em (9) que em conjunto com as
funcgdes de base de Laguerre constituem a modelagem fuzzy-FBO (Fungdes de Base Ortonormais) proposta.

Utilizamos a fungdo de autocorrelacdo dada por (19) para se obter o p6lo dominante do sistema a partir dos resultados
estabelecidos por Levinson e Durbin em seu algoritmo de determinacdo de pdélos [24]. As entradas para o algoritmo de
Levinson-Durbin sdo os valores atualizados da fun¢do de autocorrelacéo e pode-se obter como saida um modelo AR (Auto-
Regressivo) de um pdlo. Assim, enunciamos a seguinte proposicao:

Proposi¢do 1 O pdlo p utilizado para o célculo das funcbes de base ortonormais para 0 modelo fuzzy-FBO pode ser
dado por:
1
a+l
a+1/2

o=- . 20)

Iog2
2

Prova: Ver Apéndice B

Note que uma vez que o pdlo P é dado em funcéo do pardmetro multifractal ¢, podemos estima-lo adaptativamente.
A Figura 1 mostra o valor do pélo p em fung&o do tempo para um trago de trafego Internet real.

Pélo p

-0.62}
-0.641
-0.66|
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Figura 1. Polo para o Trago de Trafego Internet dec-pkt-1

4 Modelo Fuzzy-FBO
A estimacao do valor do pélo permite que estendamos a interpolacdo fuzzy de modelos locais, que € a idéia central do modelo
TSK, a um contexto de func¢des de base ortonormais. Nossa proposta se baseia em uma versdo em espago de estados do modelo

TSK, ou seja, cada regra R’ do modelo fuzzy representa um modelo de espaco de estados diferente:



Learning and Nonlinear Models - Revista da Sociedade Brasileira de Redes Neurais (SBRN), Vol. 4, No. 2 pp. 93-111, 2006
©Sociedade Brasileira de Redes Neurais[|

R': Se I(k) e L, .. e Ik e L

l.(k+1) = Al. (k) +b.X(k
Entéo{'( ) = Ali(k) +bx(k) 21)
yi (k) = H; (I;(k))
onde a matriz A e o vetor b, dependem do pdlo p, (k) e H;(l,(k)) é o mapeamento que relaciona a saida Y; (k) do modelo
local 1 a seu correspondente estado de Laguerre (funcBes de base ortonormais) I, (k) =[l,(k) 1,(k) ... 1,(k)], sendo
X(k) =[x, (k) X,(k) ... Xx,(k)] o vetor de entrada e Lij a funco de pertinéncia fuzzy para a regra 1 associada a | -

ésima variavel de premissa. As varidveis de premissa sdo os estados de Laguerre do modelo fuzzy TSK-FBO resultante. A
saida do modelo fuzzy-FBO é dada por:

ZYi (Kw, (I; (k)

y(k) == , 22)
2w (1())
i=1
onde C é o nimero de regras (modelos locais) e os pesos W (I, (K)) daregra i sio dados por:
n
w, (1, (k) = [ JL; (15 (k). (23)
j=1
Um caso particular é quando se tem pélos iguais para os C modelos locais (p,(k) =...= p.(k)). Com esta condicéo

temos A=A e b= bi para I =1,...,C , ou seja, 0 modelo TSK-FBO pode ser representado conforme as equacdes (8) e (9)

e H dado de acordo com as equacdes (23) e (22). Esta hipdtese é equivalente a se dizer que os modos dominantes do sistema
ndo mudam significativamente em diferentes regibes de operacdo. No caso dessa hipotese ndo ser verdadeira, a Unica
consequiéncia é que um maior nimero de fungdes pode ser requerido para prover uma modelagem com uma determinada
precisdo desejada. Entretanto, este caso particular facilita o calculo de um valor adequado para o pélo de Laguerre p de modo a
diminuir o erro de modelagem.

Pode-se verificar que 0 modelo TSK é capaz de aproximar adequadamente sistemas discretos, causais, invariantes no
tempo, estaveis, com entrada e saidas limitadas e que ndo possuam descontinuidades [4]. Mostraremos posteriormente que, em
adicdo a estas caracteristicas, 0 modelo TSK-FBO proposto representa de maneira eficiente processos variantes no tempo (por
exemplo, trafego de rede) com o uso do algoritmo de treinamento apresentado na préxima secao.

4.1 Algoritmo de Treinamento Adaptativo para o Modelo Fuzzy-FBO

Nessa secdo, propomos um algoritmo de agrupamento regressivo fuzzy adaptativo (ARFA) para 0 modelo preditivo fuzzy-FBO.
O algoritmo ARFA possui dois estagios: o primeiro consiste de um estagio ndo-supervisionado para localizagdo dos centros
dos agrupamentos (clusters), e no segundo aplica-se um algoritmo baseado no conceito de gradiente descendente para ajustar
0s parametros envolvidos no primeiro estagio.

No algoritmo ARFA, levamos em conta a distribuicdo espacial dos dados considerando o erro de regresséo e a distancia
entre os dados de entrada e os clusters. Seja a funcédo custo do algoritmo ARFA definida como:

C N

I =22k ()’ @9
i=1 k=1
sujeito a
C
du, =1, para 1<k<N (25)

onde U, € o grau de ativacdo da I -ésima regra para o K -ésimo padrao de treinamento, C é o niimero de regras fuzzy e N é
0 numero total de dados de treinamento. Na equacdo (24), I, é o erro entre a K -ésima saida desejada Y(K) do sistema

modelado e a saida da i -ésimaregra f,(X(k);a'(k)) com a k -ésima entrada, isto ¢,
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= y(k) - f,(x(k);a' (k)), (26)

com 1=12,.,Ce k=1,2,...,N.Namesma equagdo (24), d, é adistancia entre o vetor de entrada X(K) no instante

discreto K e o centro do i -ésimo cluster /3, ou seja,

di = X(k) - 5. (27)

Para minimizar a funcdo custo J em (24), o método dos multiplicadores de Lagrange pode ser aplicado. Para tal,
escrevemos a fungdo de Lagrange como [25]:

C N N C
L=2 D> ui(rdi)® =2 Ay —1) (28)
i1 k=1 P

As condi¢des para minimizacdo desta funcdo fornecem as bases para o desenvolvimento do nosso algoritmo de
treinamento. As condigdes necessarias para que a fungéo custo J seja minima séo:

N2y O
aﬁ.(k) kZ, Uy )" (i) M'O (29)
oL _2ulk(rlkdlk) -4 =0 (30)
—z< D) S ad'k =0 @)

Tomando-se a derivada parcial de I, em (26) e substituindo em (29), tem-se:

N 2 2 6r|k arlk —~|

kZ:;(uik) (@) =iy ) y(k) - kZ;( 1) (d.k) o (k )f( (k);a'(k))=0, (32)
on, _ .
Ak X(k) (33)

Seja X € PN yma matriz onde seus elementos sio os valores de X(K) emsua j -ésimacoluna j =1,...,n+1
a primeira coluna de X é toda composta por 1), Y € P N um vetor onde o K -ésimo elemento é o valor de y(k) e
y

Q e R™N uma matriz diagonal onde a K -ésima diagonal é dada pelo termo (k) = uiidii . Assim, podemos reescrever a
equacdo (32) na seguinte forma matricial:

XTQ (k)Y —(X'Q(k)X)a' =0. (34)
Resolvendo a equacdo (34) e usando a seguinte notagdo para a matriz de covariancia P, (k) :
P(k)=(X"Q,(K)X)?, i=12...C, (35)

resulta que o vetor de parametros d' (K) das partes consequientes da i -ésima regra para o instante K ¢ obtido pela seguinte
equagéo:
a' (k) = R(K)X" (k)Q (k)Y (k). (36)

Tem-se entdo um problema de inversdo matricial na equacdo (35) para o célculo do vetor de parametros das partes
conseqiientes em um instante de tempo K . Como proposta, tomou-se como solugio para este problema a aplicagio de um
algoritmo recursivo de estimacdo dos pardmetros representado pelas seguintes equacdes [26]:

a'(k+1)=a'(k)+ (P (k +1)x(k +1)q(k +1)) x (y(k +1) —x(k +1)" &' (k)) (37)
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)— a(k +1)P (k)x(k +1)x(k +1)" P, (k)

P(k +1) = P(k
1+q(k +1)x(k +1)" P (K)x(k +1) '

(38)

onde X(k+1) ¢ a (k+1)-ésima linha da matriz X e g(k+1) é o (k+1)-ésimo elemento da matriz diagonal
Qu(k+1),

A partir da segunda condigéo (equagéo (30)) de minimizagéo da funcdo J e da condigdo expressa pela equagdo (25),
obtém-se uma equagéo para o grau de ativagdo U, da I -ésima regra que no depende dos multiplicadores de Lagrange A

_ 2(rgdi) (39)

C
> 12(2d2)
i=1

ik

Resolvendo a equagdo referente a Gltima condicdo de minimizagdo (equagéo (31)), o centro do i -ésimo cluster ( 53;)
pode ser calculado pela seguinte equacéo:

Z iz |zX(Z)

B = (40)

2,2
Zriz uiz
z=1

Para completarmos a primeira fase do algoritmo de treinamento ARFA aplicado a modelagem fuzzy-FBO, devemos
obter os pardmetros 911 e 012 das funcdes de pertinéncia gaussianas Al (911, 0},) , isto é:

: (x; (k)= 6},)?
A(01:0',) = exp{———— 3, (41)
i1 12 2
2(0;,)
Os parametros 9}1 e 0}2 caracterizam a J -ésima fungo de pertinéncia da i-ésima regra fuzzy, onde 1< j<n e
1<i<C. Assumindo que as funcdes de pertinéncia sejam gaussinas, tais parametros podem ser obtidos a partir de u; edos

elementos X; (K) do vetor de entrada através das seguintes equagdes [27]:

N
2@
= (@2)

Z(uiz)2

)Y (B CHCEAS
o, = |2 (43)

Z(uiz)2

Em resumo, na primeira parte do algoritmo ARFA, sdo encontrados (ou ajustados) o grau de ativagdo U através da

equacéo (39), a melhor posicao para o centro dos clusters por meio da equacéo (40), o vetor de parametros a' (k) das partes
conseqlientes e o formato mais adequado para as funcdes de pertinéncia gaussianas que compdem cada regra fuzzy do modelo.
Na segunda parte do treinamento, os parametros das partes consequentes (éi) e 0s subespacos fuzzy das partes de premissa
(9; ) sdo ajustados por um algoritmo de aprendizagem supervisionado para melhorar a precisdo da modelagem. Aplicando-se o

algoritmo de gradiente descendente [27] para o modelo TSK-FBO cuja saida é dada pela equacdo (22), obtemos a seguinte
equacdo de atualizacdo para os pardmetros das partes de premissa [28]:
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1 ow'(k)
ZW ®) 06; (k)

AG; (k) =n(y(k) = ()Y (k)= §(k) =12 (44)

onde 77 é uma constante de aprendizagem, Y(K) é a saida desejada, (k) ¢ a saida do modelo TSK-FBO e y'(K) ¢ a saida
da i -ésima regra do modelo.

De forma analoga, os parametros do vetor das partes consequentes a' (k) s#o atualizados com
( ) (k)
Aaj (k) = S (y(k) — J(K)——"— (45)

Zw (k)

onde { € uma constante de aprendizagem que controla a taxa de atualizagdo dos valores dos parametros das partes
consequentes.
Para exemplificar o funcionamento do algoritmo, a Figura 2 apresenta os agrupamentos formados para uma série de

trafego real utilizando o modelo fuzzy-FBO com 2 regras e 1 entrada, e tendo como saida desejada o valor da série a um
instante de tempo a frente.

0.25r : 1

(t+1

>0.151

0.05r

0 1 Il Il Il Il
-02 -01 0 0.1 0.2 03 04

X(1)

Figura 2. Clusters formados (2 regras e 1 entrada): trago de trafego Bc-Octext

4.2 Avaliacdo de Desempenho de Predicdo do Modelo Fuzzy-FBO
Utilizamos nas simulages, tracos de trafego TCP/IP (Transmission Control Protocol/ Internet Protocol) obtidos da Digital
Equipment Corporation (DEC)", tracos de trafego Ethernet obtidos da Bellcore? e tragos capturados entre os anos de 2000 e

2002 na rede Petrobrés através de um analisador de dados DA350 da Acterna™ , com uma resolucdo de 32 microsegundos
[29].

Na presente secédo, apresentamos avaliagbes comparativas entre o desempenho do preditor proposto e o desempenho de
outros trés diferentes preditores, quando aplicados a tracos de trafego TCP/IP e Ethernet. Os outros preditores levados em
consideracao foram: o LMS (Least Mean Square) [30] [31], 0 RLS (Recursive Least Square) [31] e 0o Fuzzy FCRM (Fuzzy
Clustering Regression Model) [3][32]. Utilizamos inicialmente o conceito de o erro quadratico médio (EQM) na anélise de
desempenho de predi¢do. Avaliamos o preditor proposto utilizando-se duas medidas relativas de erro. Conhecidos como erros
quadréaticos médios normalizados (EQMN), a primeira medida consiste em normalizar o EQM em relacéo a variancia da série

1http://ita.ee.lbl.gov/htmI/contrib/DEC—PKT.htmI
2http://ita.ee.IbI.gov/htmI/contrib/BC.htmI
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predita, enquanto a segunda medida consiste em normalizar o EQM em relagdo ao erro quadratico médio do preditor 6timo
para o processo passeio aleatorio (random walk) [33]. As defini¢cfes dos EQMN's sdo dadas a seguir.

Definicdo 2 - Seja ¢ a variancia do processo X, dada por ol = E[(,u— x)2] onde 4 é a média do processo, define-
se 0 erro quadratico médio normalizado do tipo 1 como:

EQM _ E[8-%°]
ol El(u-x7]

Definicéo 3 - Seja )A(pa o valor predito da amostra do processo X , cujo valor € o mesmo da amostra imediatamente

EQMN1= (46)

anterior do processo. Define-se o erro quadratico médio normalizado do tipo 2 como:
E[(%-x)?]

EQMN2 = : 47
Q E|()’ipa _X)z | “n

De acordo com as defini¢cdes anteriores, um preditor que apresente um valor de EQMNL1 igual ou inferior a 1 possuira
desempenho igual ou superior a um preditor que apenas estime o valor futuro como sendo igual a média do processo. Para um
EQMN?2 proximo de 1, teremos que o preditor analisado apresentara desempenho préximo ao de um preditor que estime o
valor futuro como sendo igual ao valor da amostra imediatamente anterior.

Antes de iniciarmos as comparacGes com outros preditores, apresentaremos alguns resultados de predicdo do modelo
preditor fuzzy proposto para a série da Bellcore Bc-octint. A Figura 3.(a) compara os valores preditos e os valores reais através
de um gréfico quantil-quantil conhecido como QQplot [34]. Pode-se notar uma relacdo linear entre os valores preditos e 0s
valores reais, 0 que denota desempenho de predi¢do adequado. Isso pode ser constatado pela proximidade entre os valores
preditos a um passo a frente e valores reais mostrados pelo grafico da Figura 3.(b).

« 1g*Predicéo a um passo para série Be-Octint

ey

18 ‘ ‘ : ‘
0.9r PR Série Be-Octint
. - 18 | —— Predigdo Fuzzy FBO
0.8 PR : :
- - +
077 /;g*’”*i 1 1.4¢ 1
w0.6F 4 i ®
< p 120 ]
S 0.5- 1 ﬁ
<
L ] © - i
>04 4
Z
0.3F i
0.8 i
0.2¢ ’ i
0.1+ y 1 0.6F i
0 ‘ ‘ ‘ ‘ ‘ ‘ |
0.1 0.2 0.3 0.4 05 06 0.7 0.8 04 ‘ ‘ ‘ : w w w
Predicéo 0 20 40 60 80 100 120 140 180
Tempo (1s)
a) b)

Figura 3. QQ-plot e predicdo para a série Bc-octint usando o algoritmo fuzzy-FBO proposto
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a) Comparacao entre EQMN1 e EQMNZ2 antes e depois do b) Comparagdo entre EQMN1

refinamento (curvas de aprendizagem)
Figura 4. Comparacéo entre erros quadraticos médios normalizados para o traco de trafego dec-pkt-2

Tabela 1. Comparagao entre EQMN1

Traco de trafego | Intervalo | Fuzzy-FBO Adapt | Fuzzy Adapt | RLS LMS | Fuzzy FCRM
Dec-pkt-1 1-2048 0,6564 0,7366 0,8513 | 0,9304 0,6087
Dec-pkt-2 1-2048 0,5758 0,6704 0,7022 | 0,7614 0,5836
Be-Octint 801-1701 0,4102 0,4654 0,4114 | 04817 0.3107
Be-Octext 1000-2000 0.,4144 0,4355 0,4298 | 0,5010 0.,4654

Tabela 2. EQMNI1: Aumento do nimero de regras=ntmero de coeficientes

Numero de regras | Fuzzy FBO | Fuzzy Adapt. | RLS LMS
2 0,6470 0.7973 1,0387 | 1,1977
3 0,6203 0.7879 0.9587 | 1,0908
4 0,6050 0.7852 0,9492 | 1,0718
5 0,6088 0.7945 0,9460 | 1,0539
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Tabela 3. EQMN2: Aumento do nimero de regras=ntmero de coeficientes

Nimero de regras | Fuzzy FBO | Fuzzy Adapt. | RLS LMS
2 0,6121 0,7208 0,9553 | 1,0779
3 0,5762 0,7114 0,8820 | 0,9779
4 0.5633 0,7043 0,8739 | 0.9531
5 0.5846 0,7282 0,8731 | 0,9378

A segunda fase do treinamento ARFA proporciona redugdes dos EQMN1 e EQMN2 como pode ser visto pela Figura
4.(a), uma vez que na primeira fase do treinamento ARFA se obtém um modelo fuzzy aproximado. Para realizar a comparagao
entre os preditores analisados, encontrou-se a configuracdo para cada preditor de forma a minimizar os EQMNL1 e 2. Ou sgja,
foram escolhidos adequadamente a taxa de aprendizagem, os valores iniciais para os centros, etc. Os resultados apresentados
na Tabela 1 apontam que o preditor adaptativo prosposto supera em termos de erro de predicdo os algoritmos adaptativos
lineares LMS e RLS para as séries de trafego consideradas.

Um dos objetivos do treinamento adaptativo é o ajuste do algoritmo ao ambiente dindmico do trafego de redes. A fim de
realizarmos uma comparagdo com treinamento do tipo ‘on batch’, inserimos também na Tabela 1 os valores de EQMN1
obtidos com o preditor fuzzy TSK treinado com o algoritmo ndo-adaptativo FCRM [32]. O preditor fuzzy FCRM se utiliza de
todas as amostras da série de trafego para o célculo de seus parametros. Uma vez determinados estes parametros, aplica-se o
modelo obtido na predi¢do a um passo da série em questdo. Pode-se observar que o preditor fuzzy-FBO obteve em geral menor
EQMNL1 para as séries analisadas. Portanto, os resultados comprovam que se pode ter com o conhecimento de poucas amostras
do passado (neste teste, utilizou-se 2 amostras), um erro tdo baixo quanto ao processamento com todas as amostras da série
temporal. Este fato mostra que é possivel a implementacdo de um algoritmo mais rapido, que necessite de pouca capacidade de
armazenamento e com convergéncia acelerada, como é o caso do preditor fuzzy-FBO proposto. Além disso, este preditor
adaptativo captura mais adequadamente as caracteristicas do processo de trafego por ndo supor de antemao que a ‘estrutura’ do
processo seja invariante, como é feito por alguns modelos com treinamento ‘offline’.

Em teoria, a medida que se aumenta o nimero de fungdes de base para o preditor fuzzy-FBO, se obtém um EQMN de
predicdo menor para determinada série de trafego. No entanto, o que se observou para todos os preditores testados € que 0s
EQMN1 e EQMN2 diminuem até um certo ndmero de coeficientes, depois disso, nem sempre é possivel obter um treinamento
eficiente para os modelos preditores. As Tabelas 2 e 3 corroboram esta afirmacéo, onde para efeito de simplificacdo, adotamos
0 numero de regras como sendo igual ao nimero de coeficientes (igual ao nimero de amostras passadas) dos modelos para
predicdo da série dec-pkt-1. Com 5 regras, o preditor fuzzy-FBO comecga a apresentar uma deterioragdo dos EQMNL1 e
EQMN2. Para os algoritmos RLS e LMS, o mesmo ocorre com um numero de coeficientes igual a 7. Note entretanto que,
mesmo esses dois algoritmos estando em sua melhor configuragdo ndo propiciaram EQMN menor do que o modelo fuzzy-FBO
com 2 regras e 2 coeficientes.

Ainda com relacdo ao preditor fuzzy proposto € importante avaliar o desempenho de predicdo dos algoritmos para
horizontes maiores de predicdo. Com esse fim, analisou-se 0s erros de predicdo com o teste T [35]. O teste T é um teste de
hipétese que pode ser usado para se determinar se uma afirmagao sobre uma caracteristica de uma série é verdadeira. Este teste
prové a probabilidade do grau de veracidade desta afirmacéo através da varidvel conhecida na literatura como P [35]. O valor

de P corresponde a probabilidade de se observar determinado resultado dado que a hip6tese nula é verdadeira. O teste T foi
conduzido nas seqliéncias de erro produzidas pelos algoritmos de predicéo adaptativos, observando o valor de P & medida que

0 passo de predicdo é aumentado (Figura 5.(a)). A hipotese nula H , é de que a média do erro  sejaigual azero (4 =0)ea

hipétese alternativa H, : 2 # 0. O nivel de significancia de um teste estatistico é a probabilidade de rejeigdo de uma hipétese
verdadeira. Fixamos o nivel de significancia do teste realizado em 0,05, que corresponde a um intervalo de confianca de 0,95.
A Figura 5.(a) apresenta os valores de P dos testes T aplicados as sequéncias de erros para diferentes passos de predi¢do para

a série dec-pkt-2. Neste caso, fixamos o ndmero de coeficientes dos modelos locais AR como sendo 2 para 0 modelo fuzzy
proposto (com 2 regras nebulosas), assim como para os coeficientes do filtro preditor RLSe LMS. Em todos 0s passos
analisados, foram obtidos h =0 para o modelo fuzzy-FBO, ou seja, ndo se deve rejeitar a hipotese nula com um nivel de
significancia 0,05. Apresentamos também na Tabela 4 os valores de P dos testes T aplicados &s sequéncias de erros de
predicdo a um passo para varios tracos de trafego de redes em comparacdo a outros preditores adaptativos. Da mesma forma,
encontramos o valor de p para a configuragdo (taxa de aprendizagem, pardmetros iniciais, etc) do preditor que resulte em

menor EQMN.

Note que quanto maior é o valor de P para o preditor fuzzy-FBO, maior é o grau de seguranca em afirmar que as
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médias dos erros de predigdo sejam zero ao se usar esse preditor. De fato, além de valores de p geralmente mais altos, também
observamos que os valores de EQMNZ1 do preditor fuzzy-FBO se manteve abaixo dos demais preditores.

1 : ; ; . 2 , , ,
0.9 .l |
0.8 ’
1.6¢
0.7 i
30.6 4T —— Fuzzy FBO
o z —=— Fuzzy Adapt
5035 =12 —£=— RLS i
Ty S
e —+— Fuzzy FBO 1 ]
0.3 —o~ Fuzzy Adapt |- s
- RLS L i
0.4 1 0%
01k B 0.61 1
- 2 3 4 5 6 7 8
Passo de predicao Passo de predigédo
a) p: traco de trafego dec-pkt-2 b) EQMNL: traco de trafego dec-pkt-2

Figura 5. Probabilidade de ocorréncia de hipétese nula P e EQMNL1 versus passo de predi¢éo

Tabela 4. Valor de p

Traco de trafego | Fuzzy-FBO Adapt | Fuzzy Adapt | RLS LMS
Dec-pkt-1 0,5204 0,2681 0,0081 | 5,0752.107°
Dec-pkt-2 0,9109 0,2113 0,0274 | 1,08.10°%
Be-Octint 0,8103 0,7926 0,0362 | 3,0357.107°
Be-Octext 0,4771 0,0256 0,0066 | 3,0800.10~¢

Ibl-pkt-5 0,9071 0,8713 0,1089 | 1,8130.10—°
10-7-5-1 0,0241 0,0193 0,0211 | 2,5657.107°

5 Estimacgdo Adaptativa de Banda Utilizando o Preditor Fuzzy Proposto

Os esquemas de alocacdo de banda para fluxos de trafego de redes podem se beneficiar de algoritmos de predicdo da taxa de
trafego de modo a antecipar as agdes para alocagdo de recursos e controle de congestionamento [36]. Neste sentido, 0 passo de
predicdo pode ser ajustado de forma a possibilitar que a rede tenha tempo para obtencéo e alocagdo dos recursos necessarios.
Precisamente nesta secdo, propomos um esquema de alocacdo dindmica de banda que considera como entrada as predicées

realizadas pelo modelo fuzzy proposto.

Seja A(z,t) um processo a tempo discreto correspondente ao trafego acumulado (neste caso, numero de bytes) no
intervalo de tempo (7,t) e que chega ao servidor para ser transmitido. Para satisfazer um limite de retardo dreq, qualquer
pacote (ou dados) deve ser transmitido até o instante de tempo ‘t + dreq . A banda &, ou seja, a taxa necessaria para atender a

esse critério de retardo e para se ter perda nula de dados de trafego, deve obedecer a seguinte relagéo:

e*(t-7+d, )= A(r,t)+b, V t>7, (48)

req

onde bt_1 corresponde ao nimero de bytes ndo enviados pela rede no instante anterior. A relacdo acima deve ser satisfeita
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paratodo t>0ez>0ondet>7.

Um meio de se obter um algoritmo eficiente de estimagio de banda € estimar o trafego A(z,t) através de seu valor
predito Ap (z,1), ou seja, prever a taxa com a qual o fluxo sera injetado no enlace de modo que este respeite o limite de
retardo estipulado.

O procedimento que propomos para mapear o valor predito da intensidade de trafego com a banda requerida é o
seguinte: Seja ABW a quantia de banda finita e C a méaxima banda disponivel. Determina-se o intervalo de banda

[(k)ABW, (k +1)ABW] (k >0), no qual o valor predito da taxa P,,, se encontra e usa-se o valor superior do intervalo
(k+1)ABW ou a banda maxima disponivel C no caso de C < (k+1)ABW como banda requerida no instante t+1. Ou
seja, abanda BW,,, no instante t +1 de acordo com a equacéo (48) é dada por

P..+b)/(t+d
BW,,, =min{<( SRV req)>ABW,C}, (49)
ABW

onde o operador {X) representa o maior niimero inteiro mais proximo de X .

Como a banda requerida (49) é o valor superior do intervalo onde se encontra o valor predito da taxa, tem-se uma

provisio de banda menos sensivel as pequenas variagBes das predigdes, dentro dos intervalos de tamanho ABW . Ao se
aumentar o intervalo de banda, evita-se uma freqliente realocagdo de banda, reduzindo o custo de sinalizagdo envolvido.
Portanto, o valor de ABW influencia diretamente o custo de sinalizacio do esquema de alocagéo de banda.

5.1 Avaliacédo de Desempenho do Esquema Proposto de Alocacédo de Banda
Esta secdo apresenta as medidas de desempenho utilizadas para avaliar o esquema de provisao de banda proposto, assim como

os resultados de desempenho obtidos para o mesmo. Seja Z, o valor observado de taxa de trafego e BW, a banda fornecida
no instante de tempo t. As seguintes medidas de desempenho podem ser definidas:

« Utilizacdo média (U ): A utilizagdo média mede a fracdo de banda usada para servir o fluxo de dados observados
no periodo de tempo T , calculada por:

u =£imin Z 1. (50)
T BW. '

» Taxa de perda (TP ): A taxa de perda mede a quantidade de bytes perdidos devido a alocagio de banda menor do
que a necessaria, dada por

T — —
(LIS
T Z,

Inicialmente avaliaremos o esquema de alocagdo de banda para o caso em que o buffer B =0.

* Frequéncia de sinalizacéo: A frequéncia de sinalizacdo nos ajuda a avaliar quéo freqliente o esquema proposto
realoca banda. A realocacdo de banda envolve um custo de sinalizacdo para as redes.

Comparou-se 0 esquema de provisdo de banda proposto com dois outros esquemas, entre eles, 0 esquema apresentado
por Adas et al. [37], que usa o algoritmo adaptativo LMS [30] para a predicdo de trafego de redes e estas predi¢des sdo usadas
como taxas exigidas pelos fluxos. Outro trabalho comparado [38], utiliza o algoritmo RLS que possui convergéncia mais
rapida [31]. A fim de se estudar os efeitos do tamanho do intervalo de banda sobre todos os esquemas em questdo, a equacao

(49) é aplicada nos 3 esquemas em comparacdo, onde a diferenca entre eles consiste nos valores de P, dados pelos
algoritmos de predicédo fuzzy-FBO, RLS e LMS, respectivamente.

Os resultados de desempenho: taxa de perda e utilizagdo para os 3 esquemas de alocacdo de banda aplicados a série de
trafego 10-7-S-1 da rede da Petrobras sdo mostrados na Figura 6. Pode-se observar que o esquema de alocagdo de banda
proposto atinge uma taxa de perda menor a uma freqiiéncia de sinalizacdo semelhante aos demais (Figura 7), porém a custo de
uma utilizacdo do enlace ligeiramente menor. Espera-se que isso ocorra quando é maior a precisdo do algoritmo de predicao
utilizado. Observamos que a aplicagéo do algoritmo de predi¢do proposto na alocagdo de banda resulta em menores taxas de
perda (Figura 8.(a)) e uma ocupacdo do buffer mais bem comportada, indicada pelo seu tamanho médio da fila no buffer
(Figura 8.(b)). Devido a esses resultados, pode-se concluir que a probabilidade de perda para determinado tamanho de buffer é
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menor para o esquema de alocacdo de banda proposto. Ao se plotar a fungéo de distribuicdo acumulada complementar (Figura
8.(c)) que corresponde a probabilidade do tamanho da fila Q ser maior do que um certo valor de buffer X do processo de
trafego no buffer, visualiza-se claramente a afirmacdo anterior.

Taxa. de perda Utilizacéo
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Figura 6. Comparacdo de desempenho entre esquemas de alocacdo de banda
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Figura 8. Analise do comportamento de fila dos esquemas de alocacdo de banda para o traco de trafego 10-7-S-1

6 Conclusao

As caracteristicas dos fluxos de trafego nas rede atuais como dependéncia de longo prazo e rajadas em mdltiplas escalas
tornam a modelagem e predicéo de trafego tarefas dificeis e desafiadoras. Neste trabalho, foi proposto um modelo fuzzy-FBO
cujo algoritmo de treinamento adaptativo ARFA permite que a predicdo adaptativa e em tempo real do tradfego de redes seja
realizada com um ndmero reduzido de regras nebulosas. O algoritmo de treinamento ARFA desenvolvido consiste de 2
estagios, ambos adaptativos, onde no primeiro cria-se agrupamentos fuzzy e no segundo se faz um ajuste fino dos parametros
obtidos no primeiro estagio, como posicionamento dos centros e forma geométrica das funcbes de pertinéncia.

A fim de se obter funcdes de base ortonormais para o modelo fuzzy em questdo através do célculo do pdlo do sistema,
apresentamos uma expressao analitica para a funcdo de autocorrelacdo de processos multifractais que é adequada para
descrever varias caracteristicas do trafego de redes [22]. Em seguida, introduzimos um procedimento para o calculo do polo
dominante, o qual é utilizado como pdlo de Laguerre para 0 modelo fuzzy-FBO. Comprovamos que ha uma melhoria de
desempenho de predicdo do modelo, ou seja, predicdes mais precisas e robustas sdo obtidas com o acréscimo das funcGes de
base ortonormais. As comparac@es realizadas com outros preditores adaptativos, demonstraram na maioria dos casos, um
desempenho superior de predicdo do modelo fuzzy-FBO proposto para diferentes horizontes de predicdo e ndmero de regras
consideradas. Constatou-se esse fato por meio do erro quadratico médio normalizado e do teste de hipétese T aplicado a séries
de erros obtidos com os preditores comparados.

Quanto a provisdo de banda para fluxos de trafego de redes, apresentamos um novo esquema de provisdo de banda
baseado em predicdo. Este esquema relaciona as predices de trafego realizadas pelo modelo fuzzy-FBO com a banda a ser
alocada no préximo instante de tempo de modo a obter informacdo atualizada da taxa necessaria para o trafego de dados em
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um enlace. Uma das vantagens do esquema adaptativo de provisdo de banda é que a alocacdo de banda pode ser realizada
baseada nas amostras de trafego disponiveis no instante de tempo atual. Como este esquema de provisdo de banda se adapta
segundo as mudangas do trafego, um melhor aproveitamento dos recursos € obtido comparado a uma alocacdo estatica de
banda. O método de alocacdo de banda proposto consegue manter um bom equilibrio entre perda de dados, freqiiéncia de
sinalizacdo e utilizacdo. Verificamos que o objetivo de se conseguir uma menor taxa de perda com a aplicacdo do nosso
esquema preditivo de provisdo de banda foi atingido. Aliado a isso, observamos uma taxa média de ocupacao do buffer mais
baixa e uma probabilidade de perda de bytes menor do que para os outros esquemas. Tal resultado se deve a melhora de
desempenho de predicdo proporcionada ao se utilizar o modelo fuzzy-FBO. A partir do modelo de predigdo proposto, esquemas
que considerem também minimizacdo do custo de sinalizacdo e diferentes valores de retardo de pacotes podem ser
desenvolvidos. Questdes estas que serdo tratadas em trabalhos futuros.

Apéndice A

Prova do Teorema 1

Denotemos por Af; a escala de tempo do processo multifractal X (At,) obtido pelo produto de um variavel lognornal Ye
uma cascata multiplicativa binomial 4 (At,) em seu numero maximo de estagios [21]. A funcdo de autocorrelagdo

E[X (At,),, X (At,),., ] de um processo multifractal onde k =2°, b=1,2,...,N pode ser escrita como:
E[X (Aty) 5, X (Ate) ] = ECY 2% E[(Aty ) 4(Aty ) i ] =13+ ELX (Ate)  JELX (At )] (52)
onde N = Iog2 (Na) é 0 niimero de estagios da cascata multiplicativa binomial e N, é o nimero de amostras do processo.

As medidas (At ), e u(Aty),,, podem dadas em funcéo de 4(Aty_, ;) da seguinte forma:

N
/u(AtN)n :lu(AtN—p—l)rN—p H ri’jl
i=N-p+1
N
/’l(AtN)n+k =/U(AtN—p—1)(l_rN—p) H ri1j2 (53)
i=N-p+1

onde i denota os multiplicadores da cascata multiplicativa no estagio i . Assim, temos:

E[u(Aty),.u(Aty), 1= E[:u(AtN—p—l)z]E[rN—p (1- rN—p)]E[ H i i i i ]

i=N-p+1
= E(RZ)”“[%— E(RZ)](%)ZP (54)

Inserindo a equacdo (54) em (52) e utilizando a média (equacdo (17)) e a variancia (equagdo (18)) do processo
X (At,) , obtemos a funcéo de autocorrelacio desejada:

a+1
a+1/2

1 -log
2| a(a+1)" K Z (55)

E[X (At,)., X (At = g?Pt7
[ ( O)n ( 0)n+k] € (0!+1/2)N

Apéndice B

Prova da Proposicéo 1

Seja X (t) um processo cuja funcdo de autocorrelagdo é representada por T, (k) = E[X (t+k)X(t)]. No método de
Levinson-Durbon, calcula-se inicialmente o valor do coeficiente de reflexdo I';,; (j=1,...,n) para encontrar um modelo
AR de ordem n [31]. O coeficiente de reflexdo é usado no calculo dos p6los do modelo AR (Auto-Regressivo). Neste método,
os valores dos coeficientes @, .,(]) do modelo AR so calculados a partir de @, (J) de tal forma que:
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p
n()+Ya,Ork-1=0; k=12...p (56)
1=1
Assim, o p6lo de um modelo com (j =1) é dado por [31]:

7/.
r,,=- (57)
€j

onde &;,, € o erro de modelagem.
Inserindo a equagéo de autocorrelagéo (19) em (57), e sabendo que P =17, temos a seguinte equagéo para o polo P :
o (58)

a+l
lo
2 gz(a +l/2)

p=-
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